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 ĮVADAS 

Darbo aktualumas ir tikslas 
Pasikartojanti produkto kokybė yra vienas iš esminių bet kokio gamybinio proceso rodiklių. 

Todėl kokybės kontrolė yra svarbi bet kokioje gamyboje. Kokybės kontrolę dažniausiai atlieka 

žmonės, tačiau pramoninėje aplinkoje toks darbas gali būti nuobodus, varginantis ar net 

kenksmingas. Be to, žmogaus darbas nėra produktyvus, santykinai brangus ir didina nuolatinius 

kaštus. Didėjant žmogaus nuovargiui mažėja jo pastabumas ir atidumas, auga klaidų rizika. 

Minėtas problemas pramonėje galima išspręsti naudojant kompiuterinį vaizdų atpažinimą, kuris 

sudaro sąlygas bekontaktei patikrai ir dėl didelio gamybinių procesų pasikartojamumo yra ypač 

tinkamas taikyti pramonėje. Gamyboje veikiančios automatinės kokybės patikros sistemos gali 

ištisus metus veikti be pertraukos ir priežiūros ir net esant kenksmingoms aplinkos sąlygoms. 

1 pav. Įmonėje UAB „Lesta“ sutrikus kamščių užsukimo mašinos darbui, oranžiniu apskritimu 

apibrauktus kamštelius turėjo užsukti įmonės darbuotojai. Kamšteliams užsukti reikėjo praplėšti 

pakuotes 

Šio baigiamojo darbo tikslas yra naudojant atvirojo kodo programinę įrangą paruošti kelis 

algoritmus, tinkamus kompiuteriniam vaizdų atpažinimui – klasifikavimui, bei išanalizuoti jų 

pritaikymo galimybes pramoninių gaminių kokybės kontrolės sistemose.  

Darbo uždaviniai 

1. Atlikti kompiuterinių vaizdų analizei skirtų algoritmų ir atvirojo kodo programinės įrangos

apžvalgą

2. Paruošti kelis algoritmus kompiuteriniam vaizdų atpažinimui ir klasifikavimui

3. Išanalizuoti paruoštų algoritmų veikimo kokybinius rodiklius
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Naudoti tyrimo ir analizės metodai 

Šiame darbe algoritmų apmokymui bei testavimui naudojama savarankiškai surinkta vaizdinių 

duomenų bazė, kurioje esantys pavyzdžiai išskirstyti į tris klases – butelius su gerai užsuktais 

kamšteliais, be kamštelių ir su prastai (kreivai ar ne iki galo) užsuktais kamšteliais. 

Naudojant pasirinktą atvirojo kodo programinę įrangą, darbo metu sukuriami keli neuroniniai 

tinklai, kurių apmokymams naudojamas surinktas vaizdinių pavyzdžių rinkinys. Siekiant 

kompensuoti nedidelį tinklams apmokyti skirtą duomenų kiekį ir pagerinti neuroninių tinklų 

pasiekiamus rezultatus, šio darbo metu taikomas dirbtinis duomenų papildymas.  

Apmokius neuroninius tinklus, atliekamas jų testavimas. Testavimo metu įvertinama 

neuroninių tinklų apmokymo sparta, tikslumo rodikliai ir greitaveika. Šie rodikliai palyginami su 

dažnai naudojami Haaro kaskadų algoritmo rezultatais.  

Darbo naujumas ir praktinė nauda 

Vaizdų atpažinimo bei klasifikavimo užduotis atliekančius įrenginius veikia daugybė veiksnių 

– dulkės, objektų judėjimas ir vibracija, apšvietos ir šviesos spektro kitimas, elektroninių įrenginių

triukšmai ir kvantavimo paklaidos. Dėl šių veiksnių nenuspėjamumo, kompiuterinių vaizdų

atpažinimo užduotims atlikti vien statiško algoritmo nepakanka.

Nuo pat kompiuterių atsiradimo daugybė kūrėjų generuoja idėjas, kaip peržengti statinių 

algoritmų keliamus apribojimus. Viena iš dirbtinio intelekto sričių – dirbtiniai neuroniniai tinklai – 

teikia daug vilčių tai atlikti. Pastarojo dešimtmečio pažanga kuriant ir taikant dirbtinius neuroninius 

tinklus (toliau – DNT) įvykdė tikrą perversmą kompiuterijoje. Šiuo metu DNT plačiai taikomi 

atpažįstant kompiuterinius vaizdus, garsus ir kalbą [1].  

Darbo struktūra 

Šio darbo pradžioje apžvelgiami Haaro kaskadų algoritmo bei neuroninių tinklų veikimo 

principai, atliekama atviros programinės įrangos, tinkamos neuroninių tinklų kūrimui apžvalga. 

Antrajame darbo skyriuje aprašomas vaizdinių duomenų bazės kūrimas ir dirbtinio duomenų 

papildymo algoritmas. Šiame skyriuje taip pat pateikiama sukurtos duomenų bazės struktūra. 

Trečiajame skyriuje aprašomas Haaro kaskadų algoritmo apmokymas ir naudojant šį algoritmą 

gauti rezultatai. Šiame skyriuje taip pat pateikiamas trumpas pasirinktos neuroninių tinklų 

bibliotekos veikimo principų aprašymas. Tuomet sukuriami trys konvoliuciniai neuroniniai tinklai ir 

atliekamas jų įvertinimas. 

Darbo pabaigoje atliekamas naudotų algoritmų palyginimas bei išanalizuojami jų specifiniai 

bruožai, lemiantys algoritmų pritaikomumą automatinėse kokybės kontrolės sistemose. 
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1. VAIZDŲ ATPAŽINIMO IR KLASIFIKAVIMO ALGORITMŲ 
APŽVALGA 

Kaip ir daugelyje kitų kompiuterinės regos sričių, sprendžiant vaizdų atpažinimo – klasifikavimo 

užduotis vis dar nėra objektyvaus ir aiškaus atsakymo į klausimus, kada ir koks algoritmas yra 

labiausiai tinkamas. Todėl norint parinkti algoritmą specifinei užduočiai, įprasta praktika yra 

išbandyti kelis algoritmus, juos palyginti ir parinkti labiausiai tinkamą. Šiame baigiamajame darbe 

butelio kamštelio padėties patikrai išbandyti parinkti dviejų tipų algoritmai: statiškai apibrėžtų 

bruožų paieška paremtas Haaro kaskadų algoritmas ir dirbtiniais neuronais paremtas konvoliucinis 

dirbtinių neuronų tinklas. 

1.1. Haaro kaskadų algoritmas 

Haaro bruožų (angl. Haar features) paieška pagrįstas Haaro kaskadų algoritmas yra vienas iš 

populiariausių objektų aptikimo ir lokalizavimo vaizde metodų. Pirminė šio 2001 m. aprašyto [2] 

algoritmo pritaikymo sritis buvo veidų paieška nuotraukose. Tačiau Haaro bruožų algoritmas gali 

būti naudojamas bet kokiems objektams surasti – reikia tik apmokyti klasifikatorių.  

Haaro bruožų algoritmas turi ir kitų privalumų: 

 ne tik nustato, ar ieškomas objektas yra vaizde, bet ir jį lokalizuoja; 

 vaizde gali aptikti daugiau nei vieną ieškomą objektą; 

 yra vykdomas pakankamai greitai ir gana dažnai naudojamas objektams aptikti realiu 

laiku ar sistemos. 

Haaro Bruožas 

Paprastas Haaro bruožas gali būti apibrėžtas kaip pikselių ryškumo skirtumas stačiakampėse 

srityse. Šios vaizdo sritys turi būti vienodų matmenų ir gretimos viena kitai. Skaičiuojant Haaro 

bruožo vertę, imamos kelios gretimos vaizdo sritys (pvz.: tamsiai ir šviesiai nuspalvinti stačiakampiai 

1.1 (d) pav.). Kiekvienos srities pikselių intensyvumas yra atskirai susumuojamas ir padauginamas 

iš srities svorio (konstantos, nustatytos algoritmo apmokymo metu). Tuomet sričių įverčiai 

susumuojami. Taip gaunamas rezultatas, kuris ir yra laikomas Haaro bruožo verte. 

 𝑓 ൌ ∑ 𝑤௜ ∙ 𝐼௜
௞
௜ୀଵ , (1) 

čia 𝑓 – Haaro bruožo vertė, 𝑘 – sričių kiekis, 𝑤௜ – srities 𝑖 svoris, 𝐼௜ – pikselių intensyvumų suma 

𝑖 srityje. 
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1.1 pav. Haaro kaukių pavyzdžiai. Čia A ir B – dviejų sričių kaukės, 

C – trijų sričių kaukė ir D – keturių sričių kaukė 

Sumų vaizdas 

Kadangi kiekvienam Haaro bruožui įvertinti reikalingos pikselių intensyvumo sumos – šiuos 

skaičiavimus aktualu kuo labiau supaprastinti. Haaro kaskadų algoritme tam naudojama 

intensyvumų sumų lentelė (angl. integral image), kuri apskaičiuojama pagal 2 formulę: 

 𝑖𝑖ሺ𝑥, 𝑦ሻ ൌ ∑ 𝑖ሺ𝑥ᇱ, 𝑦ᇱሻ௫ᇲஸ௫,௬ᇲஸ௬ , (2) 

čia 𝑖ሺ𝑥′, 𝑦′ሻ – pikselio (esančio koordinatėse 𝑥′, 𝑦′) intensyvumas originaliame vaizde, 𝑖𝑖ሺ𝑥, 𝑦ሻ – 

rezultatas intensyvumų sumų lentelėje (1.2 pav.). 

 

 

1.2 pav. Pikselių intensyvumo įverčiai (kairėje) ir intensyvumų sumų lentelė (dešinėje) 

Pikselių intensyvumo sumų lentelę pakanka sudaryti tik kartą analizuojamam vaizdui. 

Naudojant jau sudarytą lentelę, bet kurios srities intensyvumų sumai (𝐼௜ሻ apskaičiuoti pakanka trijų 

veiksmų, nepriklausomai nuo analizuojamos srities dydžio (3 lygtis). 

 ∑ 𝑖ሺ𝑥, 𝑦ሻሺ௫,௬ሻ∈஺஻஼஽ ൌ 𝑖𝑖ሺ𝐷ሻ ൅ 𝑖𝑖ሺ𝐴ሻ െ 𝑖𝑖ሺ𝐵ሻ െ 𝑖𝑖ሺ𝐶ሻ. (3) 

Silpnasis klasifikatorius 

Silpnųjų klasifikatorių tikslas yra aptikti objektą vaizde su bent kiek didesne tikimybe nei 

atsitiktinis spėjimas. Kiekvienas atrinktas silpnasis klasifikatorius turi savo svertinį koeficientą, kuris 

nustatomas apmokant klasifikatorių. Haaro kaskadų algoritme kiekvienas silpnasis klasifikatorius 
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yra binarinė funkcija, paremta Haaro bruožo slenkstine verte [2]. Silpnojo klasifikatoriaus įvertis 

apibrėžiamas taip: 

 ℎሺ𝑥, 𝑓, 𝑝, 𝜃ሻ ൌ ቄ1
0

    
𝑝𝑓ሺ𝑥ሻ ൏  𝑝𝜃,

𝑘𝑖𝑡𝑎𝑖𝑠 𝑎𝑡𝑣𝑒𝑗𝑎𝑖𝑠
, (4) 

čia 𝑥 – vaizdo sritis, 𝑓 – Haaro bruožo įvertis, 𝑝 – poliškumas (nustato nelygybės kryptį), 𝜃 – 

Haaro bruožo slenkstinė vertė. 

„AdaBoost“ klasifikatorius 

Viena iš objekto aptikimo uždavinio problemų (naudojant Haaro kaskadų algoritmą) yra ypač 

didelis Haaro bruožų kiekis. Dėl Haaro kaukių matmenų įvairovės net mažame 24 ൈ 24 pikselių 

raiškos vaizde, naudojant tik keturias (1.1 pav. pavaizduotas) kaukes, galima sukurti apie 160 000 

Haaro bruožų (silpnųjų klasifikatorių). Ne visi šie bruožai yra aktualūs ir padeda atpažinti (surasti) 

ieškomą objektą, todėl svarbu atrinkti geriausiai ieškomą objektą charakterizuojančius (stipriausius) 

bruožus. Aktualių bruožų atrinkimą vykdo „AdaBoost“ algoritmas (klasifikatorius). 

„AdaBoost“ algoritme vykdomi žemiau pateikti 1–5 žingsniai [2]. 

1. Normalizuojami silpnųjų bruožų svoriai: 

 𝑤௧,௜ ←
௪೟,೔

∑ ௪೟,ೕ
೙
ೕసభ

, (5) 

čia 𝑛 – silpnųjų bruožų kiekis, 𝑤௧,௜ – 𝑖-tojo silpnojo bruožo svoris 𝑡 iteracijos metu. 

2. Algoritme naudojamas iš anksto apibrėžto dydžio langas (angl. sub-window). Į šio lango ribas 

patenkančiam vaizdui apskaičiuojami Haaro bruožai (silpnieji klasifikatoriai). Tai atliekama 

su kiekvienu vaizdo langu. Tuomet apskaičiuojama klaidingai suveikusių klasifikatorių 

paklaida. 

 𝑒௝ ൌ ∑ 𝑤௜หℎ௝ሺ𝑥௜ሻ െ 𝑦௜ห௜ , (6) 

čia 𝑒௝ – silpnojo klasifikatoriaus 𝑗 suminė paklaida, ℎ௝ሺ𝑥௜ሻ – silpnojo klasifikatoriaus įvertis 

vaizde, 𝑥௜, 𝑦௜ – žinomas (tikrasis) vaizdo 𝑥௜ įvertis (𝑦௜ ൌ 1, jeigu vaizde 𝑥௜ yra ieškomas 

objektas, 𝑦௜ ൌ 0 kitais atvejais). 

3. Parenkamas mažiausią paklaidą (𝑒௧) turintis silpnasis klasifikatorius ℎ௧. 

4. Atnaujinami silpnųjų klasifikatorių svoriai (jie naudojami apdorojant kitą vaizdą): 

 𝑤௧ାଵ,௜ ൌ 𝑤௧,௜𝛽௧
ଵି௘೔ ൌ 𝑤௧,௜

௘೟

ଵି௘೟

ଵି௘೔ , (7) 

5. Atrinktas stiprusis klasifikatorius  yra pasvertų silpnųjų klasifikatorių kombinacija ir yra 

apibrėžiamas kaip binarinė funkcija: 

 ℎሺ𝑥ሻ ൌ  ቊ
1 ∑ 𝛼௧ℎ௧ሺ𝑥ሻ்

௧ୀଵ ൒ ଵ

ଶ
∑ 𝛼௧

்
௧ୀଵ ,

0 𝑘𝑖𝑡𝑎𝑖𝑠 𝑎𝑡𝑣𝑒𝑗𝑎𝑖𝑠
 , (8) 

 𝛼௧ ൌ log ଵ

ఉ೟
, (9) 

čia 𝛼௧ – stipriojo bruožo svoris. 
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„AdaBoost“ algoritmo žingsniai 1–5 kartojami tiek kartų (tiek iteracijų 𝑡), kiek pasvertųjų 

bruožų (pasvertųjų silpnųjų klasifikatorių) norima turėti arba tol, kol nepasiekiamas pageidaujamas 

tikslumas. 

Haaro kaskadų atveju, „AdaBoost“ algoritmas vykdomas tol, kol nepasiekiama kūrėjo nustatytų 

tikslumo parametrų: 

 ne mažesnis nei nustatytas minimalus tikslumas (angl. hit rate), 

 ne didesnis nei nustatytas maksimalus klaidingų teigiamų indikacijų kiekis (angl. false 

alarm rate), 

 silpnų klasifikatorių kiekis ne didesnis nei nustatyta. 

Kaskados 

Nenaudojant kaskadų, kiekviename analizuojamame lange reikėtų įvertinti kiekvieną stiprųjį 

klasifikatorių. Tai nėra efektyvu kompiuterio resursų atžvilgiu. Daug efektyvesnis sprendimas yra 

objekto paiešką vaizde suskaidyti į etapus (kaskadas) ir kiekviename paieškos etape dalį 

analizuojamo vaizdo, kuriame objekto egzistavimo tikimybė mažiausia, tiesiog atmesti. Taigi Haaro 

kaskadų algoritme stipriųjų klasifikatorių (kurie sukuriami vykdant jau aprašytą „AdaBoost“ 

algoritmą) tikslas yra pašalinti tas vaizdo dalis, kuriose ieškomo objekto nėra. 

Atmetami langai

Tolimesnis 
apdorojimas

Visi daliniai langai

 

1.3 pav. Kaskadinio klasifikatoriaus etapai [2] 

Objekto paieškos skaidymas į etapus yra kritiškai svarbus, nes vaizdo dalis, nepraėjusi etapo, 

yra atmetama kaip neturinti ieškomo objekto, ir toliau nebevertinama. Dėl šios priežasties Haaro 

kaskadų algoritme stipriesiems klasifikatoriams patartina leisti ganėtinai didelį klaidingų teigiamų 

rezultatų kiekį – rekomenduojama 50 %. 

1.2. Dirbtiniai neuroniniai tinklai ir jų panaudojimas 

Dirbtiniai neuroniniai tinklai yra skaičiavimų sistemos, sukurtos gyvūnų nervinės sistemos 

pavyzdžiu. Tokios sistemos mokosi (ilgainiui gerina savo gebėjimus) atlikti užduotis iš esmės be 

užduočiai specifinio programavimo. DNT šiuo metu yra nepamainomas įrankis, leidžiantis spręsti 

problemas, kurių įprastais, taisyklėmis grįstais programiniais metodais išspręsti nepavyksta.  
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Dirbtinis neuroninis tinklas yra skaičiavimų modelis, universalus funkcijų aproksimatorius, 

kurio struktūra sukurta remiantis realiame pasaulyje esančiais biologinių neuroninių tinklų 

pavyzdžiais. Tai tarsi dirbtinė nervų sistema, skirta priimti ir apdoroti signalus, perduoti rezultatus ir 

tobulinti tinklo parametrus [2]. 

 Dirbtinių neuroninių tinklų panaudojimas 

Dirbtiniai neuroniniai tinklai vis plačiau taikomi šiandieniniame gyvenime ir be jokios abejonės 

ateityje stipriai pakeis beveik visas žmogaus gyvenimo sritis [3]. Nors kol kas daugiau 

eksperimentiniais ar prototipų kūrimo tikslais, tačiau dirbtiniai neuroniniai tinklai jau yra taikomi 

šiose srityse: 

 atpažįstant grafinius vaizdus – eismo stebėjimo bei apsaugos kamerose, rūšiuojant maisto 

produktus, atpažįstant gamybinį broką; 

 telefonijoje – nustatant optimalius šnekos signalo parametrus arba identifikuojant šnekos 

signalą padeda pašalinti trikdžius, arba sudaro galimybes perduoti tik šnekos signalą, taip 

sumažinant perduodamų duomenų kiekį; 

 šnekos atpažinimo sistemose – valdant įrenginius balsu; 

 bioinformatikoje – ieškant nukleotidų bei aminorūgščių sekų fragmentų, mėginių stebint 

ir analizuojant mėginius (pvz.: atpažįstant skirtingų rūšių ląsteles ir jas skaičiuojant); 

 finansuose – analizuojant bei prognozuojant akcijų, kainų bei paklausos kitimus; 

 marketinge ir socialiniuose tinkluose – tyrinėjant žmonių elgseną, iš jos mokantis ir pagal 

ją priimant atitinkamus sprendimus (pvz.: nusprendžiant, kokią reklamą rodyti); 

 procesų modeliavime ir valdyme – naudojant neuroninius tinklus geriausiems valdymo 

parametrams nustatyti (pvz.: „Google“ DNT naudoja duomenų centrų aušinimo 

valdymui); 

 mašinų diagnostikai – stebint įrenginį ir pastebėjus tam tikrus požymius (garsus, 

vibracijas, brokuotą produkciją), įspėjant; 

 kariniuose įrenginiuose – ieškant taikinių; 

 medicinoje – analizuojant simptomus bei vaizdo duomenis (pavyzdžiui, rentgeno ar 

galimai vėžinių odos darinių nuotraukas), gydytojams padedant nustatyti diagnozę. 

 Dirbtiniai neuronai 

Dirbtinis neuroninis tinklas yra sudarytas iš daugybės tarpusavyje sujungtų dirbtinių neuronų. 

Kiekvienas dirbtinis neuronas – tai smulki skaičiavimus atliekanti (programinė ar elektroninė) 

struktūra, sukurta remiantis biologinės nervų sistemos veikimo principais. Dėl šios priežasties galima 
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įžvelgiama panašumų tarp realių ir dirbtinių neuronų (žr. 1.4 pav.). Galima teigti, kad ir biologiniai 

ir dirbtiniai neuronai yra sudaryti iš: 

 dendritų  (įėjimų) – gaunančių signalus iš kitų neuronų; 

 branduolio (sumatoriaus) – priimančio ir apdorojančio iš dendritų gaunamus signalus; 

 aksono (perdavimo funkcijos) – išėjimo signalo perdavimo kanalo; 

 sinapsių (jungčių svorių) – jungčių su kitais neuronais. 

Dendritai

Branduolys

Ląstelės kūnas

Aksonas Sinapsės

Biologinis neuronas

  

1.4 pav. Biologinio neurono schema (kairėje) ir dirbtinio neurono schema (dešinėje) 

Kiekvienas dirbtinis neuronas (𝑘) turi keletą įėjimų (x0, x1, x2, …, xn) ir vieną išėjimą (𝑦௞), kuris 

gali būti perduodamas daugybei kitų neuronų arba tapti galutiniu tinklo išėjimo tašku. Taip jungiant 

dirbtinius neuronus sudaromi dirbtiniai neuroniniai tinklai. Neurono išėjimo reikšmė gaunama pagal 

formulę: 

 𝑦௞ ൌ 𝜑ሺ𝑣௞ሻ ൌ 𝜑൫∑ 𝜔௝𝑥௝
௡
௝ୀ଴ ൅ 𝑏൯, (10) 

čia koeficientai 𝜔 vadinami įėjimų svoriais, 𝑏 – neurono bazė, 𝜑 – aktyvavimo funkcija, 𝑣௞ – 

neurono vietinis indukuotasis laukas. 

Dirbtinio neuroninio tinklo savybės stipriai priklauso nuo neuronų tinklo struktūros. T. y. 

dirbtinių neuronų tarpusavio jungimo tvarkos. Priklausomai nuo struktūros, DNT skirstomi į 

daugybę tipų. Pagrindiniai iš jų: vienasluoksniai, daugiasluoksniai, konvoliuciniai, rekurentiniai,  

moduliniai, autoenkoderiai, spindulinio tipo bazinių funkcijų tinklai. 

 Dirbtinių neuronų aktyvavimo funkcijos 

Jeigu dirbtiniai neuronai aktyvavimo funkcijos neturėtų arba ta funkcija būtų tiesinė – visą 

neuroninį tinklą būtų galima supaprastinti iki paprastos tiesinės lygties [4]. Kad taip nenutiktų, 

visuomet naudojama netiesinė aktyvavimo (perdavimo) funkcija. Aktyvavimo funkcija apibrėžia 

neurono aktyvumo sąlygą [5], o netiesiškumai aktyvavimo funkcijose leidžia neuronų tinklams 

susieti įėjimo duomenis su siekiamais rezultatais tinklo išėjime. 
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Sigmoidinė funkcija 

Viena iš dažniausiai naudojamų aktyvacijos funkcijų yra sigmoidinė (dar vadinama Fermi) 

funkcija. Šios funkcijos trūkumai yra skaičiavimams reikli laipsnio kėlimo operacija. Be to, 

sigmoidės išvestinė (kuri naudojama paklaidos sklidimui) tai pat turi sigmoidę. Dar vienas sigmoidės 

trūkumas – tai gradiento nykimas tolstant nuo sigmoidės centro. 

 𝜑ሺ𝑣௞ሻ ൌ
ଵ

ଵା௘షೡೖ
, (11) 

Hiperbolinė tangento funkcija 

Taip pat dažnai naudojama hiperbolinė tangento funkcija: 

 𝜑ሺ𝑣௞ሻ ൌ tanhሺ𝑣௞ሻ ൌ
ଵି௘షమೡೖ

ଵା௘షమೡೖ
, (12) 

 

 

1.5 pav. Aktyvacijos funkcijos: sigmoidė (kairėje) ir hiperbolinio tangento (dešinėje) 

„ReLU“  

Hiperbolinio tangento ir sigmoidės aktyvacijos funkcijos turi neigiamą „gradiento dingimo“ 

savybę: tolstant nuo 𝑋 koordinačių centro, gradiento reikšmė vis mažėja. Šią problemą sprendžia 

„ReLU“ (angl. Reactified Linear Unit) funkcija. Be to, „ReLU“ yra ypač paprasta ir kompiuteriu 

lengvai apskaičiuojama, nes neturi jokių sudėtingų operacijų (logaritmų, kėlimo laipsniu, šaknų ir 

pan.). 

 𝜑ሺ𝑣௞ሻ ൌ maxሺ0, 𝑣௞ሻ. (13) 

„PReLU“ 

„ReLU“ (angl. Parametric Reactified Linear Unit) funkcija neturi gradiento neigiamoje pusėje. 

Jeigu neurono bazių pradinių reikšmių priskyrimo (inicializavimo) metu neuronui priskiriama 

stipriai neigiama vertė, toks neuronas savo išėjime beveik visuomet išduoda neigiamą signalą. 

Kadangi neigiamų verčių ruože „ReLU“ funkcijos gradientas lygus nuliui, neigiamą reikšmę 

išduodantis neuronas nebūna apmokomas. Tokie, neigiamų verčių zonoje įstrigę neuronai, vadinami 

„mirusiais“. Jie lėtina neuroninio tinklo apmokymą, o jų indėlis į bendrą (teisingą) neuroninio tinklo 
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rezultatą yra minimalus. „PReLU“ funkcijoje šis „ReLU“ funkcijos trūkumas išspręstas neigiamoms 

vertėms suteikiant koeficientą [4]. Šis koeficientas turi būti kitoks nei teigiamoms vertėms 

priskiriamas koeficientas ir dažniausiai būna silpnai neigiamas. Remiantis praktiniais tyrėjų [6] 

bandymais, naudojant „PReLU“ tas pats neuronų tinklas gali pasiekti ~1,7 % geresnius rezultatus 

nei naudojant „ReLU“. 

 𝜑ሺ𝑣௞ሻ ൌ maxሺെ𝑐 ∙ 𝑣௞, 𝑣௞ሻ, (14) 

 

 

1.6 pav. Aktyvacijos funkcijos: „ReLU“ (kairėje) ir „PReLU“ (dešinėje) 

 Dirbtinių neuroninių tinklų mokymas 

Neuroninių tinklų mokymas („treniravimas“) yra vienas iš esminių ir neišvengiamų žingsnių, 

norint neuroninį tinklą praktiškai pritaikyti. Nemokyto DNT rezultatai išėjime būna nulemti pradinių 

verčių, kurios būna arba atsitiktinės, arba dalinai apibrėžtos kokiu nors pasiskirstymo dėsniu (t. y. 

dalinai atsitiktinės), arba iš anksto nustatytos žmogaus. Mokant neuroninį tinklą, neuronų jungčių 

svoriai ir bazės keičiami išėjimo paklaidos mažėjimo kryptimi, todėl tinklo mokymas yra kritiškai 

svarbus procesas [7]. 

DNT mokymo sudėtingumas priklauso nuo tinklo dydžio (neuronų ir jų tarpusavio jungčių 

kiekio), struktūros, naudojamų duomenų, paskirties bei mokymo algoritmo. Mokymo algoritmai yra 

skirstomi į skirtingas grupes pagal mokymosi tipą. Pagrindinės iš jų yra trys: 

 prižiūrimas mokymas; 

 neprižiūrimas mokymas; 

 mokymas su pastiprinimu. 

Prižiūrimasis mokymas 

Prižiūrimojo mokymo algoritmai (angl. supervised learning) yra pagrįsti mokymu iš pavyzdžių. 

Šių algoritmų veikimo esmė yra algoritmo išėjime apskaičiuoto rezultato lyginimas su tikrąja (iš 

anksto žinoma) verte ir laipsniškas (iteratyvus) algoritmo tobulinimas, siekiant gauti kuo mažesnį 
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skirtumą tarp apskaičiuotos ir tikrosios reikšmių. Pakankamai apmokytam algoritmui įėjime 

pateikiami nauji (mokymo metu nenaudoti) duomenys, tikintis, kad algoritmas gebės juos tinkamai 

apibendrinti ir pateikti teisingą atsakymą. 

Šio metodo pagrindinis trūkumas – tai didelės pavyzdžių bazės poreikis. Kuo daugiau pavyzdžių 

turima, tuo tiksliau galima apmokyti algoritmą. Mažas kiekis mokymui tinkamų duomenų lemia 

algoritmo tiesiškumą ir nesugebėjimą tinkamai apibendrinti pateikiamos informacijos (angl. 

underfitting). Pavyzdžių trūkumo atveju neuroninio tinklo pateikiami rezultatai turės didelių 

paklaidų analizuojant dar nematytus pavyzdžius. 

Didelių tokio algoritmo paklaidų priežastimi gali tapti ir algoritmo „permokymas“ (angl. 

overfitting). Algoritmo permokymas įvyksta tuomet, kai apmokant algoritmą, daugybę kartų 

pateikiami tie patys pavyzdžiai. Algoritmas pavyzdžius tiesiog įsimena, tačiau praranda gebėjimą 

informaciją apibendrinti. Tokiu atveju bent kiek į pavyzdį nepanašūs duomenys gali būti 

interpretuojami neteisingai. 

Naudojant prižiūrimojo mokymo algoritmus, dažniausiai sprendžiamos klasifikavimo bei 

tiesinės analizės užduotys. 

Prognozavimas

Klasifikavimas

Algoritmas nepakankamai 
lankstus – negeba 

prisitaikyti prie netiesiškumų

Algoritmas per daug 
lankstus – reaguoja į 
atsitiktinius duomenis

 

1.7 pav. Dirbtinių neuroninių tinklų apmokymo kreivės aproksimavimo (viršuje) ir klasifikavimo 

(apačioje) užduotyse: kairėje – nepakankamai mokytas tinklas, centre – gerai išmokytas tinklas,  

dešinėje –  permokytas tinklas [8] 

Mokymas su pastiprinimu 

 Mokymo su pastiprinimu (angl. reinforcement learning) algoritmai yra paremti bandymais ir 

klaidomis. Tokį mokymo tipą galima apibūdinti taip: kompiuterinė sistema, gavusi informaciją iš 

aplinkos, bando atlikti veiksmą (iš tuo metu galimų veiksmų aibės). Atliktas veiksmas veikia aplinką. 

Jeigu aplinka buvo paveikta norima linkme – sistema gauna teigiamą atsaką (atlygį), jeigu ne – 
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neigiamą. Be to, atlygis gali būti atidėtas laike (tai aktualu, jeigu aplinka yra inertiška). Ilgainiui 

sistema išmoksta iš galimų veiksmų aibės rinktis veiksmus, atnešančius didžiausią atlygį per 

numatomą laikotarpį. 

Praktiniu tokios sistemos pavyzdžiu galėtų būti, pavyzdžiui, kompiuterinio žaidimo „Mario“ 

žaidimas. Kompiuterinė sistema gauna informaciją iš aplinkos (žaidėjui matomo ekrano vaizdo) ir 

renkasi veiksmą iš galimos veiksmų aibės – judėti pirmyn, atgal pašokti arba pritūpti.  Priklausomai 

nuo pasirinkto veiksmo pajuda žaidėjo personažas. Jeigu valdomas personažas po šio veiksmo 

atlikimo gauna taškų – algoritmas gauna teigiamą atsaką. Jeigu praranda gyvybę – neigiamą. 

Ilgainiui kompiuterinė sistema išmoksta šį žaidimą žaisti pati. T. y. sukuria savitą žaidimo strategiją, 

kurios tikslas – tam tikroje laiko perspektyvoje gauti maksimalų atlygį.  

Pagrindinis šio mokymo būdo skirtumas nuo prižiūrimojo mokymo yra tai, kad vietoje sistemos 

pateikto atsakymo palyginimo su iš anksto žinomu teisingu atsakymu ir klaidos skaičiavimo, 

kompiuterinei sistemai tepateikiamas rezultato įvertinimas – rezultatas geras ar blogas. 

 

Agentas

Stebima būklė

Aplinka
veiksmai

Atlygis

DNT

Parametrai

Atliekami Būklė

Strategija

 

1.8 pav. Neuroninio tinklo mokymo su pastiprinimu aiškinamoji blokinė schema [9] 

Neprižiūrimasis mokymas 

Neprižiūrimojo mokymo (angl. unsupervised learning) algoritmai veikia autonomiškai ir yra 

naudojami užduotims, kuriose sistema turi pati nuspręsti, kurie duomenys yra tarpusavyje panašūs 

arba surasti jų panašumo požymius. Neprižiūrimasis mokymas taikomas tokiose srityse, kaip: 

 duomenų klasterizavimas; 

 bruožų išskyrimas; 

 duomenų matmenų mažinimas; 

 objektų aptikimas. 

Šis sistemos apmokymo būdas yra teikiantis daugiausiai vilčių sukurti dirbtinį intelektą, nes jis 

nėra paremtas žmogaus įsikišimu (neskaitant pačio neuroninio tinklo struktūros, kurią, bent kol kas, 

vis dar kuria žmogus). Taip apmokomas neuroninis tinklas pats sukuria duomenų skirstymo arba 

optimizavimo algoritmus ir gali aptikti sąsajas ir požymius, kurie žmonėms nėra pastebimi [10].  
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1.3. Konvoliuciniai neuroniniai tinklai 

Konvoliuciniai neuroniniai tinklai yra vienas svarbiausių atradimų kompiuterinės regos (angl. 

computer vision) srityje. Naudojant konvoliucinį neuroninį tinklą 2012 m. vykusiame „ImageNet“ 

vaizdų klasifikavimo konkurse, Alex Krizhevsky sukurtam tinklui pavyko viršyti žmogaus 

galimybes klasifikuojant vaizdus į 1 000 klasių [11]. 

Šio tipo DNT yra paremti gyvūnų smegenyse  esančio vizualinio suvokimo srities (angl. visual 

cortex) veikimo principais [12]. Šios srities neuronai būna jautrūs tam tikrai matomo vaizdo sričiai. 

Daugybės neuronų jautrumo sritys (angl. receptive field) dalinai persidengdamos aprėpia visą 

matymo lauką. Aukštesni neuroninio tinklo sluoksniai perima signalus iš žemesniųjų ir juos 

apdorodami tarpiniuose sluoksniuose išgauna sritis, jautriai reaguojančias į vaizde aptinkamas 

linijas, linijų sankirtas, spalvas ir kitus elementarius bruožus matomame vaizde [13]. Aukštesnių 

sluoksnių neuronai geba sureaguoti į (atpažinti) vis sudėtingesnius bruožus (kontūrus, tekstūrą, veido 

bruožus), kol pagaliau viršutiniuose sluoksniuose esantys neuronai geba atpažinti objektus ir atlikti 

klasifikavimo ar identifikavimo užduotis.  

Konvoliuciniuose neuroniniuose tinkluose naudojami sluoksniai leidžia neuroniniam tinklui 

įvertinti ne tik kiekvieno vaizdo pikselio teikiamus duomenis atskirai, bet ir jų tarpusavio padėties 

teikiamą informaciją. Šiuose sluoksniuose, kiekvienas to paties sluoksnio neuronas turi po tokių 

pačių matmenų (𝑊ଵ ∙ 𝐻ଵ ∙ 𝐷ଵ) trimatį filtrą, dar vadinamą jautrumo erdve arba kauke. Naudojant šį 

filtrą, kiekvienas neuronas (žingsniu 𝑆) atlieka konvoliucijos (sąsukos) operaciją su įėjimo matrica, 

taip išėjime gaunant šiek tiek mažesnes (𝑊ଶ ∙ 𝐻ଶ ∙ 1) bruožų matricas (angl. feature map). Tuomet 

šios matricos yra sujungiamos, gaunant didesnio gylio matricą, kuri tampa įėjimu sekančiam 

sluoksniui.  

Parametrų kiekis viename konvoliucinio sluoksnio neurone: 

 𝑁௣௡ ൌ 𝐹ଶ ∙ 𝐷ଵ ൅ 1, (15) 

čia 𝐹 – filtro įstrižainė; 𝐷ଵ – filtro gylis (sutampa su analizuojamos įėjimo matricos gyliu). 

Išėjimo matricos plotis: 

 𝑊ଶ ൌ
ௐభିிାଶ௉

ௌ
൅ 1, (16) 

čia 𝑆 – filtro žingsnis; P – išėjimo matricos matmenų padidinimas apsupant nuliais  (angl. zero 

padding). 

Išėjimo matricos aukštis: 

 𝐻ଶ ൌ
ுభିிାଶ௉

ௌ
൅ 1, (17) 

Sąsukos (konvoliucijos) operacijų naudojimas lemia santykinai nedidelį reikalingų parametrų 

kiekį. Parametrų kiekis sluoksnyje: 
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 𝑁௣ ൌ 𝑁௣௡ ∙ 𝐾 ൌ 𝑁௣௡ ∙ 𝐷ଶ, (18) 

čia 𝐾 – naudojamų filtrų kiekis. 

Siekiant sukurti tinklą, gebantį aptikti objektus nepriklausomai nuo jų padėties analizuojamame 

paveiksle ir sumažinti neuroninio tinklo matmenis, tarp konvoliucinių sluoksnių įterpiami 

maksimizavimo (angl. max-pooling) sluoksniai (1.9 pav.). Praktikoje pastebėta, kad didesnių nei 

3 ൈ 3 matmenų filtrai yra per daug destruktyvūs ir lemia ieškomų bruožų netekimą. Taip pat 

pastebėta, kad geresni rezultatai gaunami kai maksimizavimo filtrai tarpusavyje dalinai persidengia 

[14]. 

 Wଶ ൌ
ௐభିி

ௌ
൅ 1, (19) 

 Hଶ ൌ
ுభିி

ௌ
൅ 1, (20) 

čia 𝑆 – filtro žingsnis; 𝐹 – filtro įstrižainės dydis 

 

 

Maksimizavimas 
naudojant 2×2 filtrą 

žingsniu S=2

Vienetinio gylio matrica

 

1.9 pav. Konvoliucinis neuronų sluoksnis (kairėje) [15] 

ir maksimizavimo sluoksnis (dešinėje) [16] 

Po kelių sluoksnių gaunama mažo pločio ir aukščio, tačiau didelio gylio matrica, kuri 

transformuojama į vektorių – vienetinio pločio ir aukščio, tačiau dar didesnio gylio matricą. Šį 

vektorių toliau analizuoja visiškai sujungtų neuronų sluoksniai, kurių tikslas – atlikti klasifikavimo 

funkciją. Galiausiai paskutiniame sluoksnyje turima tiek neuronų, kiek norima išskirti klasių ir 

kiekvienas neuronas reaguoja tik į jam priskirtą klasę. Konvoliucinio neuroninio tinklo principinė 

schema pavaizduota 1.10 pav. 
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Įėjimas
Konvoliucija + ReLU Maksimizavimas Transformacija

Pilnai 
sujungti 

sluoksniai

KLASIFIKAVIMAS

Gėlė
Lempa
Ratas

Konvoliucija + ReLU Maksimizavimas

BRUOŽŲ IŠSKYRIMAS

Mašina

Klasių 
tikimybės

 

1.10 pav. Konvoliucinio dirbtinio neuroninio tinklo principinė schema [17] 

Visiškai sujungtiems sluoksniams reikalingas parametrų kiekis tiesiogiai priklauso nuo įėjimo 

duomenų kiekio (įėjimo vektoriaus ilgio).  Tai lemia didelį kompiuterio atminties poreikį. Parametrų 

kiekis visiškai sujungtų neuronų sluoksnyje: 

 𝑁௣௟ ൌ ሺ𝑁௜ ൅ 1ሻ ∙ 𝑁௡, (21) 

čia 𝑁௜ – įėjimų kiekis (įėjimo vektoriaus ilgis), 𝑁௡ – neuronų skaičius sluoksnyje. 

1.4. Konvoliucinių neuroninių tinklų algoritmų spartinimas 

Lyginant kompiuterių procesorius ir žmogaus smegenis galima pastebėti, kad kompiuteriai 

galėtų būti protingesni negu žmonės. Paprastas procesorius gali turėti daugiau nei 109 tranzistorių, 

kurių perjungimo laikas ~10-9 s, o žmogaus smegenis sudaro ~1011 neuronų, tačiau jų atsako laikas 

tėra ~10-3 s. Vis dėlto didžioji smegenų dalis dirba nuolatos, kai tuo tarpu didžioji procesoriaus dalis 

laukia nuosekliai atkeliaujančių instrukcijų. Nors šio kontraversiško pavyzdžio negalima suprasti, jis 

puikiai iliustruoja lygiagretaus duomenų apdorojimo suteikiamus pranašumus [5]. 

Dirbtiniai neuroniniai tinklai, kaip ir biologiniai jų „protėviai“, gali veikti lygiagrečiai. 

Daugybės branduolių procesoriai (CPU), grafikos plokštės (GPU) ir kompiuterių klasteriai gali 

išnaudoti šiuos privalumus. Naudojant daugybę branduolių galima pagreitinti neuroninio tinklo 

skaičiavimus, o kompiuterių klasteriai leidžia kurti ir palaikyti ypač didelius neuroninius tinklus, 

nebetelpančius vieno kompiuterio atmintyje. 

Apmokant neuroninį tinklą daugybę kartų naudojant tą patį pavyzdžių rinkinį vykdomas toks 

pats apmokymo algoritmas. Be to, neuronų tinklą sudaro daugybė tarpusavyje panašių sluoksnių, su 

identiškos struktūros neuronais, atliekančiais matricų sudėtis ir sandaugas. Šios prielaidos leidžia 

nemažą lygiagretinimo metodų įvairovę [7]: 

 sesijos lygiagretinimas; 

 duomenų paruošimo lygiagretinimas; 

 sluoksnių lygiagretinimas; 
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 neuronų lygiagretinimas1; 

 daugybos ir sudėties veiksmų lygiagretinimas1. 

Sesijos lygiagretinimas 

Naudojant sesijos (DNT apmokymo ciklo) lygiagretinimą, neuroninio tinklo parametrai laikomi 

viename, galimai dublikuojamame, parametrų serveryje (toliau – PS). Šis serveris parametrais 

dalinasi su keliais dirbančiaisiais (angl.  workers) procesais. Dirbantieji procesai atlieka modelio 

apmokymą – nuskaito skirtingus duomenų  rinkinių duomenis ir apskaičiuoja neuroninio tinklo 

atsaką. Atlikus šiuos skaičiavimus, jų rezultatai išsiunčiami į PS. Tuomet PS apskaičiuoja paklaidos 

gradientą ir atnaujina neuroninio tinklo parametrus (žr. 1.11 pav.). 

Parametrų serverio dublikavimas šiuo atveju leidžia išspręsti opią problemą – duomenų 

saugumą. Kuo didesnis neuroninis tinklas, tuo daugiau jame parametrų, reikia daugiau resursų ir 

ilgiau trunka apmokymo procesas. Kuo didesnis modelis, tuo brangiau kainuoja duomenis saugančio 

įrenginio ar proceso sutrikimas. Naudojant kelis sinchronizuotus parametrų serverius, duomenų 

praradimo galima išvengti, nes vieną serverį praradus, kitas serveris perima jo vaidmenį [18]. 

Nors naudojant daugybę įrenginių neuroninį tinklą galima apmokyti greičiau, tokio 

lygiagretinimo trūkumas yra bendras efektyvumas, kuris stipriai sumažėja dėl komunikacijos 

poreikio [19]. 

Parametrų serveris

Atnaujinimas Modelis Modelis Modelis

Įėjimas Įėjimas Įėjimas

+
Įrenginys A Įrenginys B Įrenginys C

Klientas

 

1.11 pav. Neuroninio tinklo paskirstymas 

Duomenų paruošimo lygiagretinimas 

Neuroninio tinklo apmokymas yra duomenų kiekiui ypač imlus procesas. Duomenų, naudojamų 

apmokymui, kiekio didinimas  yra vienas iš pagrindinių būdų padidinti bet kokio neuronų tinklo 

tikslumą. Deja duomenų paruošimas, pavyzdžiui foto pavyzdžių nuskaitymas iš kietojo disko, yra 

ilgai trunkantis procesas, galintis stabdyti viso neuroninio tinklo apmokymą. Duomenų paruošimo 

lygiagretinimas padeda tokio efekto išvengti, nes duomenys iš kietojo disko būna nuskaitomi 

asinchroniškai. Nuskaityti duomenys tokiu atveju talpinami į eilę, kuri saugoma kompiuterio 

sparčiojoje (RAM) atmintyje ir nuolatos papildoma vis naujais duomenimis. Centrinis procesorius 

                                                 
1 Tensorflow tai atliekama pagal nutylėjimą, naudojant grafikos plokštės ir procesoriaus branduolius 
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ar grafikos plokštė duomenis iš sparčiosios atminties gali nuskaityti daug kartų greičiau nei iš kietojo 

disko. 

Sluoksnių lygiagretinimas 

Sluoksnių lygiagretinimas naudojamas esant kompiuterio atminties trūkumui. Padalinant 

neuronų sluoksnį į kelias dalis, perskeltas modelis lygiagrečiai apdorojamas keliuose įrenginiuose, 

kol pagaliau paskutiniuose sluoksniuose yra vėl sujungiamas. Tokiu atveju modelyje galima palikti 

tik du sinchronizavimo taškus – ties duomenų įėjimu (nuskaitymu) ir atskirų sluoksnių sujungimo 

vietoje. Vis dėlto siekiant gero neuroninio tinklo tikslumo, tarp atskirtųjų dalių būtina naudoti 

daugiau sinchronizavimo taškų. Nors toks lygiagretinimo metodas ir nepadidina apmokymo spartos, 

tačiau suteikia galimybes apmokyti daugiau parametrų turinčius ir dėl to didesnį tikslumą 

pasiekiančius tinklus. Tai yra plačiai naudojamas metodas, išpopuliarėjęs po to, kai taip paskirstytu 

neuroniniu tinklu (1.12 pav.) Alex Krizhevsky nugalėjo ILSVRC–2012 konkurse. 

 

 

1.12 pav. „AlexNet“ konvoliucinio neuroninio tinklo architektūra [11] 

Neuronų atliekamų procesų lygiagretinimas 

Neuronų atliekami procesai dažniausiai būna labai paprasti, sudaryti iš elementarių sandaugos, 

sudėties ir atimties veiksmų. Dėl didelio tokių elementarių veiksmų kiekio ir jų paprastumo, jie 

lygiagretinami praktiškai visuose šiuolaikiniuose algoritmuose. Dažniausiai tam naudojamos 

šiuolaikinės grafikos plokštės, turinčios tūkstančius nedidelių branduolių. Nors šie branduoliai veikia 

2–3 kartus mažesniu taktiniu dažniu nei bendros paskirties procesoriai, didelis jų kiekis užtikrina 

geresnį našumą.  

1.5. Programinė įranga kompiuteriniams vaizdams apdoroti 

„OpenCV“ 

„OpenCV“ (Open Computer Vision) yra programinių funkcijų biblioteka, daugiausia skirta 

realaus laiko  kompiuterinių vaizdų apdorojimui. Ši biblioteka sukurta Intel mokslinės plėtros  centre 
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Nižnij Novgorode Rusijoje. Biblioteka yra tarp-platforminė ir nemokama, platinama pagal atviro 

kodo BSD licenciją. 

„OpenCV“ biblioteka stipriai palengvina sistemų, kurioms būtinas kompiuterinių vaizdų 

apdorojimas, generavimas ir analizavimas, kūrimą. Daugybė sudėtingų algoritmų joje yra pateikti 

kaip standartinės funkcijos. Bibliotekoje įgyvendintos vaizdų apdorojimui, atpažinimui ir 

interpretavimui skirtos įvairios matematinės funkcijos nuo linijinės algebros iki statistikos ir 

geometrijos. Naudojant „OpenCV“ paprasta eksperimentuoti su daugybe standartinių kompiuterinio 

apdorojimo algoritmų, tokių, kaip kontūro, linijos ir kampų aptikimas, piramidinis rezoliucijos 

keitimas, šablono aptikimas (angl. template matching), įvairios transformacijos. 

Ši biblioteka turi savo langų sąsajas. Nors jos ir riboto funkcionalumo, tačiau yra ganėtinai 

universalios ir suteikia multiplatforminę sąsają vaizdų atvaizdavimui. Naudojant „OpenCV“  

funkcijas, galima braižyti ar rašyti tekstą  ant apdorojamo vaizdo, o tai patogiu ženklinimui ir 

tikrinimui. 

Plačios bibliotekos naudojimo ir pritaikymo galimybės jai pelnė pripažinimą ir populiarumą 

visame pasaulyje [16]. 

„OpenCV“ turi giliųjų neuroninių tinklų modulį, kuris buvo pagerintas 2017 m. spalį išleistoje 

versijoje. Naujausios versijos modulis suteikia didelę sluoksnių įvairovę neuroniniams tinklams, 

leidžiančią kurti įvairios paskirties ir tipo neuroninius tinklus (CNN, RNN, SVM bei LSTM). Be to, 

„OpenCV“ jau palaiko „Caffe1“, „TensorFlow“ ir „Torch“ bei „PyTorch“ karkasus bei gali dirbti su 

visais geriausiais ir žymiausiais neuroninių tinklų modeliais, tokiais, kaip „AlexNet“, „GoogLeNet“, 

„ResNet“, VGG. 

Aparatinis spartinimas nuo pat „OpenCV“ sukūrimo buvo vienas iš esminių tikslų. Prie 

„OpenCV“ plėtojimo prisideda stambūs aparatinės įrangos gamintojai, pavyzdžiui, „Intel“, „Texas 

Instruments“ ir AMD. Naudojant aparatinį spartinimą, vaizdų apdorojimo algoritmų vykdymas 

perduodamas integruotoms ar dedikuotoms vaizdo plokštėms, o ne centriniam bendros paskirties 

procesoriui. Tai leidžia vaizdų apdorojimo algoritmus vykdyti dešimtimis kartų greičiau. „Asembler“ 

parašyti NEON pagreitinimai, integruotų bei AMD plokščių palaikymas yra išskirtinis „OpenCV“ 

pranašumas daugumos kitų bibliotekų atžvilgiu. 

Torch 

„Torch“ [18] yra atvirojo kodo mašininio mokymosi biblioteka, platinama pagal BSD licenciją. 

Pirmą kartą „Torch“ oficialiai išleista 2002 m., o prie jos kūrimo yra prisidėję nemažai mokslininkų 

iš tokių gigantų, kaip „Facebook“, „Twitter“ ir „Google“. 2017 m. sausį „Facebook“ paviešino 

„Torch“ versiją „Python“ programavimo kalba, vadinamą „PyTorch“.  

Stipriosios „Torch“ savybės: 

 daug modulinių dalių, kurias nesudėtinga jungti; 
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 nesudėtinga kurti naujus sluoksnių tipus; 

 turi neuroninių tinklų paketą su daugybe paruoštų naudojimui neuroninių tinklų modelių; 

 galimas daugybės GPU naudojimas ir skaičiavimų lygiagretinimas; 

 gera bendruomenės parama – yra net keli šimtai sukurtų ir nuolatos prižiūrimų 

programinių paketų. 

Vis dėlto „Torch“ neturi vizualizavimo įrankių, o grafikos plokštės naudojimas nėra toks 

paprastas (jį reikia aprašyti papildomai), nėra galimybės išsaugoti skaičiavimų grafą. 

„Theano“ 

2010 m. Monrealio universitete sukurta „Theano“ [19] buvo pirmoji biblioteka, leidusi greitą 

eksperimentavimą su neuroniniais tinklais. „Theano“ suteikia patogią aplinką naudotis ne tik CUDA 

bet ir „OpenCL“ suteikiamais privalumais patogioje „Python“ kalboje. Tai reiškia, kad „Theano“ 

(kitaip nei dabartinis „TensorFlow“ ir CNTK) palaiko ne tik NVIDIA grafikos lustus. Theano 

platinama pagal trijų punktų BSD licenciją ir pasižymi [19]: 

 tvirta integracija su „NumPy“ ir „ScyPy“; 

 skaidriu grafikos lustų naudojimu; 

 greičio ir stabilumo optimizacijomis; 

 leidžia naudotis kompiliuojamų kalbų (C, „C++“, CUDA, „OpenCL“, PTX, CAL, AVX) 

instrukcijų rinkiniais; 

 ekstensyviu testavimo varikliu, leidžiančiu testuoti sukurto kodo dalis. 

Theano buvo palaikoma ne tik iš akademinės pusės, bet ir  privačiose kompanijose dirbančių 

ekspertų ir ilgą laiką buvo laikoma kaip geriausia tokio tipo biblioteka. Vis dėlto pagrindinis jos 

kūrėjas, Yoshua Bengio, 2017-09-28 pareiškė, kad po „Theano“ 1.0 paleidimo biblioteka bus 

palaikoma tik minimaliai dar metus, o Monrealio Universitetas nutrauks projekto finansavimą. Tokio 

sprendimo priežastis – per pastaruosius metus išleistos kelios tas pačias (ir net daugiau) funkcijų 

atliekančios ir ypač gerai išplėtotos atvirojo kodo bibliotekos – „Google“ „TensorFlow“ ir 

„Microsoft CNTK“. 

„Caffe“ 

„Caffe“ yra „C++“ ir CUDA paremta atvirojo kodo biblioteka, skirta giliesiems neuroniniams 

tinklams. Ši biblioteka sukurta „Berkeley Vision and Learning Center“ (BVLC) ir platinama pagal 

BSD licenciją. „Caffe“ yra gerai žinoma, plačiai naudojama ir moksliniuose straipsniuose minima 

mašininio mokymo biblioteka. Biblioteka yra skirta vaizdų apdorojimo užduotims ir tiesioginio 

sklidimo tinklams, turi daug paruoštų jų pavyzdžių. „Caffe“ nėra skirta teksto, garso ar laiko serijų 

duomenų apdorojimui, nes ja naudojantis kurti sudėtingesnius bei rekurentinius neuroninius tinklus 

yra nepatogu ir sudėtinga. 
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Dar viena „Caffe“ problema, – tai jos paskirstymo ribotumas. „Caffe“ veikia tik viename 

kompiuteryje su daugiausiai keturiomis NVIDIA grafikos plokštėmis. Tiesa, yra ir „Caffe“ versija 

su „OpenCL“ pagrindu, tačiau kol kas ji veikia tik „Linux“ aplinkoje. 

„Microsoft Computational Network Toolkit“ 

„Microsoft Computational Network Toolkit“ (toliau – CNTK) yra komercinės kokybės 

biblioteka [20], laisvam naudojimui išleista 2016 m. sausį. CNTK platinama pagal pačią liberaliausią 

MIT licenciją, kurios vienintelis reikalavimas – platinant prisegti patį licencijos tekstą.  

Ši biblioteka skirta sudėtingiems algoritmams ir tikėtina, kad yra dar geriau optimizuota darbui 

su dideliais duomenų kiekiais nei „TensorFlow“. CNTK turi „Python“, „C#“ ir „C++“ aplikacijų 

programavimo sąsajas ir yra tiesioginis „TensorFlow“ konkurentas. 

Kaip ir „TensorFlow“, CNTK leidžia kurti, apmokyti ir naudoti įvairius neuroninius tinklus [20], 

gali veikti naudojant daugybę procesorių ir/arba grafikos plokščių. Naudojant CNTK skaičiavimai 

gali būti paskirstyti daugybėje kompiuterių, taip leidžiant neribotą sistemos dydį. 

„TensorFlow“ 

„TensorFlow“ [23] yra atvirojo kodo programinės įrangos biblioteka skirta skaičiavimams 

naudojant duomenų apdorojimo diagramas (angl. data flow diagrams). „TensorFlow“ grafuose 

viršūnės žymi matematinius veiksmus, o briaunos (viršūnių sujungimai) – daugiamačių duomenų 

masyvų (tenzorių) perdavimą tarp jų. Lanksti „TensorFlow“ architektūra leidžia skaičiavimus 

padalinti keliems procesoriams ir vaizdo apdorojimo plokštėms ne tik asmeniniame kompiuteryje, 

bet ir serveryje. Palengvinta „TensorFlow“ versija („TensorFlow Lite“) taip pat gali veikti 

mobiliuose įrenginiuose. Siekiant išgauti maksimalią „TensorFlow“ greitaveiką, šią biblioteką 

reikėtų sukompiliuoti patiems. Tai suteiktų galimybę naudoti greitąsias specifinio procesoriaus ar 

grafikos plokštės instrukcijas (pvz.: AVX ir AVX2).  

Iš pradžių „TensorFlow“ buvo sukurtas „Google“ dirbtinio intelekto tyrimų tikslais. 2015 m. 

pagal „Apache 2.0“ licenciją paviešintas laisvasis kodas yra pakankamai abstraktus, kad būtų 

pritaikomas įvairiose srityse: klasifikavime, segmentavime, teksto suvokime, garso bei kalbos 

suvokimo sistemose ir prognozavime.   

„TensorFlow“ yra gali būti naudojama skirtingose operacinėse sistemose („Linux“, „Mac OS 

X“, „Windows“, „Android“, „IOs“) ir turi kelias aplikacijų programavimo sąsajas – „Python“ 

(pagrindinė), „C++“, „Java“ ir „Go“. Šioje bibliotekoje intensyviai naudojamos „cuDNN“ bei 

„CUDA“ bibliotekos, todėl „TensorFlow“ gali efektyviai naudoti NVIDIA „Kepler“, „Maxwell“ ir 

„Pascal“ architektūros grafikos plokštes. 

„TensorFlow“ naudojama įvairiose stambiose korporacijose („Google“, „AirBnb“, „Ebay“, 

„Intel“, „DropBox“, „DeepMind“, „AirBus“, „Snapchat“, „Uber“, „Twitter“, „IBM“), todėl turi 

stiprią paramą ne tik iš entuziastų, bet ir iš privačių kompanijų pusės. „TensorFlow“ biblioteka yra 
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gerai dokumentuota, o jos populiarumas nenustoja augęs. Tai reiškia, kad „TensorFlow“ 

informacijos bei naudojimo pavyzdžių internete yra apstu. Be to, „TensorFlow“, kaip ir „Theano“, 

galima naudoti kaip pamatą aukšto programavimo lygio Keras karkasui, o tai praplečia bibliotekos 

galimybes, bei dar labiau palengvina šios bibliotekos naudojimą. 

Vienas iš galimų „TensorFlow“  trūkumų yra tai, kad šios bibliotekos siūlomos vaizdų 

apdorojimo funkcijos yra ganėtinai žemo lygio ir yra skirtos vykdyti tik elementarias operacijas – 

pasukti, apkarpyti, pakeisti spalvų gamą ar ryškumą, glotninti, atkoduoti ir užkoduoti. Nors šių 

galimybių pakanka atlikti tik paprasčiausioms vaizdo apdorojimo užduotims, į kuriamą aplikaciją 

galima įtraukti papildomų bibliotekų (pvz.: „OpenCV“), vykdančių reikiamas funkcijas.  
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2. VAIZDINIŲ DUOMENŲ BAZĖS KŪRIMAS  

Duomenys kompiuterinio vaizdų atpažinimo užduotyse yra vienas iš svarbiausių resursų. Didelis 

skirtingų pavyzdžių kiekis yra ypač svarbus apmokomiems algoritmams. Bendruoju atveju, kuo 

daugiau skirtingų pavyzdžių pateikiama apmokomam algoritmui, tuo geresnius gebėjimus atskirti ir 

apibendrinti vaizdinę informaciją algoritmas įgyja.  Tai nulemia galutinį algoritmo tikslumą [21]. 

2.1. Duomenų rinkimas 

Pastaruoju metu ypatingai padidėjęs susidomėjimas giliaisiais neuroniniais tinklais, bei pažanga 

vaizdo atpažinimo ir klasifikavimo programinės įrangos srityse išugdė ir algoritmų apmokymui bei 

testavimui tinkamos vaizdinės informacijos poreikį. Dalis tokios informacijos yra paruošta ir laisvai 

prieinama internetu. Šiuo metu didžiausi, atvirai prieinami ir nuolatos papildomi duomenų rinkiniai, 

orientuoti į objektų klasifikavimo ir atpažinimo užduotims yra „ImageNet“, „Open Images“, COCO 

ir PASCAL VOC. Kiekvienas iš šių duomenų rinkinių skiriasi dydžiu, suklasifikuotų vaizdų turiniu, 

vaizdų klasėmis ir jų kiekiu. Didžiausiame iš jų, „ImageNet“, yra net daugiau nei 14 milijonų vaizdų. 

Vis dėlto dėl neaprėpiamos gausybės galimų variacijų, net ir šis kiekis informacijos neužtikrina, kad 

pavyks rasti tokių specifinių duomenų rinkinių, kaip „buteliai su kamšteliais“ ir „buteliai be 

kamštelių“. Šiuo metu tokio rinkinio nėra, o tai reiškia, kad algoritmų apmokymui ir testavimui 

reikalingus vaizdus reikia rinkti patiems. 

2.2. Duomenų paruošimas 

Vaizdų klasifikavimo algoritmų tikslas yra analizuojamą vaizdą priskirti vienai iš galimų klasių. 

Tokio tipo algoritmus galima panaudoti ir nustatymui, ar ieškomas objektas yra analizuojame vaizde. 

Bet kuriuo iš minėtų atvejų, klasifikavimo algoritmams apmokyti reikalingi vaizdai bei informacija 

apie tai, kuriai klasei (ar klasėms) kiekvienas vaizdas priskiriamas.  

Siekiant atlikti objekto lokalizavimo analizuojamame vaizde užduotis, vien tik turėti vaizdinių 

duomenų bazę nepakanka. Tokio tipo užduotims atlikti naudojant apmokomus (dinaminius) 

algoritmus, būtina informacija apie objektų buvimo vietas turimuose vaizduose. Šią informaciją 

užrašo žmonės, tam naudodami specialias vaizdų anotavimo programas. Esant dideliam anotuotų 

duomenų poreikiui, ypatingus pranašumus suteikia minios resursus (angl. crowd sourcing) 

naudojantys įrankiai, pavyzdžiui „Amazon Mechanical Turk“. Tokio tipo įrankiai leidžia perduoti 

nuobodų anotavimo darbą už sąlyginai nedidelį atlygį sutinkantiems dirbti internetinio tinklo 

dalyviams. Vis dėlto šių įrankių įsisavinimas yra ganėtinai imlus laikui – reikia aiškintis registracijos 

ir apmokėjimo niuansus, užduoties įkėlimo ir duomenų surinkimo smulkmenas bei patraukliai, 

trumpai ir aiškiai pateikti užduotį pasirinktoje sistemoje. Šio baigiamojo darbo metu surinktoje 
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vaizdinių duomenų bazėje yra 2174 originalūs vaizdai. Kadangi tai yra sąlyginai nedidelis kiekis – 

efektyvesnis sprendimas yra objektų lokacijas sužymėti naudojantis paprastesniu anotavimo įrankiu. 

Šiuo atveju tam panaudota pagal MIT licenciją platinama atvirojo kodo aplikacija „LabelImg“, o 

anotavimas užtruko apie 3 val. 

„LabelImg“ patogi tuo, kad yra platinama sukompiliuota, Windows OS skirta jos versija, kurios 

nereikia įdiegti. „LabelImg“ taip pat turi paprastą vaizdinę vartotojo sąsają, leidžiančią vaizdų 

anotacijas ne tik kurti, bet ir taisyti. Ši aplikacija anotacijas išsaugo vartotojo nurodytame aplankale, 

atskiruose „xml“ failuose, plačiai naudojamu PASCAL VOC formatu. 

Haaro kaskadų algoritmo apmokymui papildomai reikalingi ir neigiami vaizdų pavyzdžiai. 

Šiuose pavyzdžiuose gali būti bet kas, išskyrus ieškomą objektą (šiuo atveju – butelių kamštelius). 

Neigiami pavyzdžiai daro didelę įtaką Haaro kaskadų klasifikatoriaus patikimumui. Neigiami 

pavyzdžiai turi būti kuo panašesni į realią aplinką, su kuria susidurs klasifikatorius. Šiuo atveju 

neigiamiems pavyzdžiams panaudoti sienų (nes jos yra bet kuriame pastate), vandens stiklinių (nes 

jos yra blizgios), ir raštų (dėl formų ir atspalvių įvairovės) vaizdai. Šio darbo metu naudojami 

neigiami pavyzdžiai, atsisiųsti iš atviros „ImageNet“ duomenų bazės, naudojant A priede pateiktą 

kodą. Taip pat, – siekiant pagerinti kiekvieno Haaro klasifikatoriaus gebėjimą atskirti specifinę klasę, 

papildomai naudojami kitų klasių vaizdai. Pavyzdžiui, apmokant užsuktų kamštelių detektorių, į jam 

skirtą neigiamų pavyzdžių rinkinį įdedami buteliai be kamštelių ir atvirkščiai. 

2.3. Duomenų papildymas 

Duomenų kiekis apmokomuose vaizdų atpažinimo algoritmuose yra vienas iš pagrindinių 

dalykų, leidžiančių sukurti tikslesnius algoritmus. Deja duomenų paruošimas reikalauja žmogaus 

darbo – tūkstančius duomenų pavyzdžių (pvz. fotografijų) reikia surinkti ir teisingai suklasifikuoti. 

Objektų lokalizavimo atveju, kiekviename pavyzdyje papildomai reikia nurodyti, kur ir kokie 

objektai randasi, o tai dar labiau padidina žmonių atliekamo darbo kiekį. Siekiant sumažinti 

žmogiškojo darbo poreikį, sukurtas duomenų papildymas (angl. augmentation) kompiuteriniu būdu. 

Pavyzdžiui, neuroniniam tinklui apmokyti naudojami vaizdai gali būti pasukami, apverčiami, 

blukinami ar paryškinami. Taip pat gali būti, pakeičiamas vaizdo mastelis arba vaizdo spalvinė gama. 

Naudojant įvairias atsitiktines tokių transformacijų kombinacijas galima gerokai praplėsti turimą 

duomenų bazę, o tai leidžia pasiekti didesnį modelio tikslumą, atsparumą iškraipymams bei išvengti 

algoritmo permokymo [21]. 
      

Viena iš vaizdinių failų modifikavimui tinkamų bibliotekų, yra pagal MIT licenciją platinama 

„imgaug“  atvirojo kodo biblioteka. Ši biblioteka ypatinga tuo, kad leidžia modifikuoti ne tik patį 

vaizdą, bet ir objekto srities koordinates (angl. bounding box). T. y. turint vaizdus ir juose esančių 

objektų koordinates, galima sugeneruoti ne tik naujus, modifikuotus vaizdus, bet ir objektų juose 
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buvimo vietas. Bibliotekoje įgyvendintos funkcijos objekto buvimo vietos langą atitinkamai 

padidina, sumažina ir paslenka, net jeigu su pirminiu vaizdu buvo atliktas kompleksas paslinkimo, 

pasukimo, veidrodinio atspindžio ar iškraipymo (angl. distortion) operacijų. Tai leidžia generuoti ne 

tik vaizdų klasifikavimui, bet ir objektų lokalizavimui tinkamus pavyzdžius. 

Šio baigiamojo darbo metu sukurtas algoritmas iš turimų vaizdų sąrašo nuskaito informaciją apie 

jau turimus (originalius) vaizdų failus. Tuomet atsitiktiniu būdu parenka, kurį failą modifikuoti. 

Suradus modifikavimui skirtą failą, jis nuskaitomas ir su nuskaitytais duomenimis, atsitiktine tvarka, 

atliekamos modifikacijos, nurodytos Sequential  tipo operacijų sąraše. Kiekvienos operacijos atlikimo 

tikimybė nurodyta atskirai. Taip pat, dauguma operacijų turi parametrus, kurių konkrečios vertės 

(programuotojo nurodytose ribose) parenkamos atsitiktinai, programos vykdymo metu. Tai leidžia 

padidinti galimų kombinacijų įvairovę. 

Nurodant kiekvienos operacijos atlikimo tikimybę ribose nuo 0 % (neįskaitant) iki 100 % 

(neįskaitant), vis tiek išlieka tikimybė, kad su vaizdu nebus atlikta nei viena modifikavimo operacija 

ir rezultate bus gautas tas pats vaizdas (dublikatas). Tokių dublikatų tikimybei sumažinti, Sequential  

tipo sąraše įterptas dar vienas, SomeOf tipo, sąrašas. Šis sąrašas leidžia atlikti kelias iš jame nurodytų 

operacijų. Kelias ir kurias iš nurodytų operacijų atlikti taip pat parenkama atsitiktiniu būdu, tačiau 

tam tikrose ribose – šiuo atveju – ne mažiau nei dvi ir ne daugiau nei penkias. Taip parinkta vaizdo 

modifikavimo operacijų kombinacija lemia didelę naujai sugeneruotų vaizdų įvairovę, kuri yra 

reikalinga siekiant sukurti kuo stabiliau veikiančius vaizdų atpažinimo-klasifikavimo algoritmus. 

Keletas aprašytu algoritmu sukurtų pavyzdžių pateikti 2.1 pav. 

  

  

2.1 pav. Originalus vaizdas (kairėje viršuje) ir trys modifikuotos jo versijos 
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2.4. Surinkta duomenų bazė 

Šiame darbe analizuojamiems algoritmams apmokyti bei išbandyti naudojami du surinktų ir 

anotuotų vaizdų rinkiniai. Pirmąjį rinkinį sudaro tik foto aparatu darytos nuotraukos. Antrąjį 

(papildytą) rinkinį sudaro foto aparatu darytos nuotraukos ir vaizdai, gauti jas modifikuojant jau 

aprašytu algoritmu (algoritmo programinis kodas pateiktas B priede). Algoritmų testavimui skirtą 

rinkinį sudaro tik originalios fotografijos, nenaudotos nei duomenų generavimo (papildymo) 

procese, nei jokiame algoritmų apmokymui skirtame rinkinyje. 

Šio baigiamojo darbo metu siekiama išsiaiškinti kompiuterinės vaizdų analizės metodų 

pritaikymo galimybes produkcijos kokybės kontrolėje. Kokybės kontrolėje kartais produktų 

trūkumai būna sunkiai pastebimi. Nedideli įtrūkimai, gaminio spalvos ar formos pokyčiai gali reikšti 

nepriimtiną gaminio defektą. Norint išbandyti algoritmų gebėjimą atrasti sunkiai pastebimus 

defektus, abiejuose rinkiniuose vaizdai suskirstyti į 3 klases: buteliai be kamštelio, su blogai užsuktu 

(pakrypusiu, arba ne iki galo užsukti) kamšteliu ir buteliai su gerai užsuktu kamšteliu. 

Apmokymams_papildyti

Be
kamštelių

Su
kamšteliais

Blogai
užsukti

Vaizdai Vaizdai Vaizdai

Apmokymams

Be
kamštelių

Su
kamšteliais

Blogai
užsukti

Vaizdai Vaizdai Vaizdai

Testavimui

Be
kamštelių

Su
kamšteliais

Blogai
užsukti

Vaizdai Vaizdai Vaizdai

Vaizdai

131
vnt.

111
vnt.

100
vnt.

632
vnt.

579
vnt.

621
vnt.

3632
vnt.

3579
vnt.

3621
vnt.

 

2.2 pav. Šiame darbe naudojama vaizdinių duomenų bazė 

 



30 

3. KAMŠTELIO PADĖTIES TIKRINIMO ALGORITMŲ KŪRIMAS IR 
APMOKYMAS 

3.1. Kamštelio padėties tikrinimas naudojant Haaro kaskadų algoritmą 

Dėl gerai išvystytos vartotojo sąsajos, Haaro kaskadų algoritmo apmokymui šiame darbe 

naudojama „OpenCV“. „OpenCV“ tam turi net kelias aplikacijas: opencv_haartraining ir 

opencv_traincascade. Naujesnioji versija, opencv_traincascade , leidžia pasirinkti, kokio tipo 

bruožus naudoti kaskadų algoritme – Haaro ar LBP (angl. Local Binary Patterns). Remiantis kitų 

tyrėjų  darbais [22] , klasifikatorių su LBP bruožais galima apmokyti greičiau, tačiau Haaro tipo 

bruožų klasifikatorius turėtų būti tikslesnis. Todėl šiame darbe naudojami Haaro bruožai. 

Dar vienas opencv_traincascade privalumas prieš senesniąją versiją yra galimybė naudoti TBB 

(Thread Buildnig Blocks). TBB – tai „Intel“ sukurta biblioteka, leidžianti lygiagretinti užduočių 

vykdymą. Ši biblioteka išsiskiria tuo, kad lygiagretinamas užduotis daugybei gijų paskirsto 

automatiškai. Lygiagretinant užduočių vykdymą galima ženkliai padidinti darbo našumą, o tai yra 

ypač aktualu apmokant kaskadinius klasifikatorius, kurių apmokymas dažniausiai trunka daugiau nei 

keliolika valandų.  

 Haaro kaskadų algoritmo apmokymas 

Haaro kaskadų apmokymo aplankas 

Haaro kaskadų algoritmo apmokymui reikalingi kelių tipų vaizdai – teigiami ir neigiami. Šie 

vaizdai atitinkamai įkeliami į „p“ ir „n“ aplankus (žr. 3.1 pav.). Kiekviename teigiamame vaizde turi 

būti bent vienas ieškomas objektas, o neigiamuose gali būti bet kas, išskyrus ieškomą objektą. Taip 

pat reikalingi 2 tekstinio tipo failai (sąrašai), kuriuose nurodomi teigiami ir neigiami vaizdai. 

Neigiamų vaizdų sąraše, kiekvienoje eilutėje nurodomas kelias į vis kitą vaizdo failą. Šis kelias 

nurodomas reliatyviai Haaro kaskadų aplankui. Teigiamų vaizdų sąrašas yra tabuliavimo ženklais 

išskirtas tekstas, kurio stulpeliuose nurodomas kelias į teigiamą vaizdo failą, objektų kiekis faile ir 

kiekvieno objekto koordinatės (𝑦௠௜௡, 𝑦௠௔௫, 𝑥௠௜௡, 𝑥௠௔௫). 
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kaskados pn

cascade.xml

params.xml

stage0.xml p_img_x.jpg

p_img_1.jpg

n_img_x.jpg

n_img_1.jpg

... ...

Haar_be_kamst

n_sar.txt p_sar.txt pavyzdziai.vec

...  

3.1 pav. Haaro kaskadų algoritmo apmokyme naudojamas aplankas 

Pavyzdžių paruošimas 

Prieš Haaro kaskados apmokymą su „OpenCV“, būtina sukurti .vec failą. Šiame faile saugomos 

objekto iškarpos iš teigiamų vaizdų. Haaro kaskados apmokymui visi objekto vaizdai turi būti tų 

pačių matmenų, todėl objekto iškarpos yra atitinkamai sumažinamos. Visa tai atliekama per 

komandinės eilutės sąsają, Haaro kaskadų aplanke paleidžiant „OpenCV“ aplikaciją 

opencv_createsamples. Turint daugybę objekto vaizdų (o ne generuojant teigiamus pavyzdžius iš 

vieno objekto vaizdo), paleidžiant aplikaciją turi būti nurodomi tam tikri kintamieji: 

 -vec: generuojamo .vec failo pavadinimas; 

 -num: kiek teigiamų pavyzdžių generuoti (turi būti ne daugiau nei bendras objektų 

kiekis teigiamų vaizdų sąraše); 

 -w: teigiamo pavyzdžio (užkoduoto .vec faile) plotis pikseliais; 

 -h: teigiamo pavyzdžio (užkoduoto .vec faile) aukštis pikseliais; 

 -info: teigiamų pavyzdžių sąrašo pavadinimas; 

 -bg: neigiamų pavyzdžių sąrašo pavadinimas. 

Svarbu, kad -w ir -h parametrų santykis būtų kuo panašesnis į ieškomo objekto pločio ir aukščio 

santykį. Taip sumažinami iškraipymai, atsirandantys dėl objekto vaizdo dydžio keitimo. Taip pat, 

svarbu, kad parametrai -w ir -h būtų ne didesni nei realiai ieškomo objekto plotis ir aukštis vaizde, 

nes kitaip objektas nebus atrastas. Didėjant -w ir -h parametrams, Haaro kaskadų kūrimo 

kompleksiškumas auga eksponentine progresija, todėl abiems parametrams patartina naudoti vertes, 

artimas 24 pikseliams (tai pagal nutylėjimą taikoma vertė). Surinktose fotografijose kamštelių pločio 

ir aukščio santykio vidurkis yra  apie 87:61, o minimalūs plotis ir aukštis – atitinkamai 52 ir 34 

pikseliai. Todėl Haaro kaskadai parenkami matmenys yra -h = 33 ir -w = 47 pikseliai. 

Paruoštas paleidimo komandos pavyzdys: 
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opencv_createsamples -bg n_sar.txt -info p_sar.txt -num 570 -vec pavyzdziai.vec -w 47 -h 33 

Haaro kaskados apmokymas 

Pats Haaro kaskados apmokymas, kaip jau buvo minėta, vykdomas naudojant 

opencv_traincascade aplikaciją. Ši aplikacija, taip pat, paleidžiama iš Haaro kaskadų palanko, 

naudojant komandinės eilutės sąsają. Paleidžiant šią aplikaciją taip pat turi būti nurodyti kai kurie 

kintamieji: 

 -vec: sugeneruoto .vec failo pavadinimas; 

 -numPos ir -numNeg: kiek teigiamų pavyzdžių naudoti kiekvienos kaskados apmokyme; 

 -numStages: apmokomų kaskadų skaičius; 

 -bg: neigiamų pavyzdžių sąrašo pavadinimas. 

 -w: teigiamo pavyzdžio (užkoduoto .vec faile) plotis pikseliais; 

 -h: teigiamo pavyzdžio (užkoduoto .vec faile) aukštis pikseliais. 

Svarbu paminėti, kad paleidžiant opencv_traincascade, nurodomas teigiamų pavyzdžių kiekis 

turi būti mažesnis nei realiai turimas kiekis, nes kitaip apmokymo metu algoritmas sustos. Taip 

įvyksta, nes kiekvieną kartą nepavykus sukonstruoti kaskados, iš teigiamų pavyzdžių rinkinio 

paimamas dar nenaudotas pavyzdys. Yra rekomenduojama nurodyti ne daugiau 90 % realiai turimo 

pavyzdžių kiekio. 

Taip pat, yra ir keli kiti svarbūs parametrai [23]: 

 -mode: nurodo, kuriuos Haaro bruožus naudoti (žr. 3.1.1.2 pav.); 

 -minHitRate: minimali kiekvienos kaskados tikimybė aptikti vaizde esantį ieškomą objektą; 

 -maxFalseAlarmRate: maksimali kiekvienos kaskados tikimybė aptikti ieškomą objektą, kai 

vaizde jo nėra; 

 -maxWeakCount: maksimalus silpnųjų bruožų kiekis kaskadoje; 

 -precalcValBufSize: apskaičiuotų bruožų buferio dydis megabaitais; 

 -precalcIdxBufSize: apskaičiuotų bruožų verčių indeksų buferio dydis megabaitais; 

 -numThreads: maksimalus algoritmo apmokymui naudojamas gijų skaičius. 

Paruoštas opencv_traincascade paleidimo komandos kodas: 

opencv_traincascade -data kaskados -vec pavyzdziai.vec -bg n_sar.txt -numPos 570 -numNeg 5420 

-numStages 20 -precalcValBufSize 3072 -precalcIdxBufSize 3072 -featureType HAAR -w 47 -h 33 -

mode ALL 
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3.2 pav. Ieškomi Haaro bruožai naudojant skirtingus opencv_traincascade 

-mode parametrus [23] 

Kadangi Haaro klasifikatorius skirtas tik vienai konkrečiai klasei atpažinti, šio baigiamojo darbo 

metu sukurti trys Haaro kaskadų klasifikatoriai. Kiekvienas iš jų skirtas atpažinti tik vienai 

konkrečiai klasei. T. y. buteliams be kamštelio, su kamšteliu ir su prastai užsuktu (pakrypusiu arba 

netinkamai užsuktu) kamšteliu. 

Kiekvienai klasei apmokyti naudojamas atitinkamas rinkinys teigiamų vaizdų ir specialiai 

paruoštas neigiamų pavyzdžių rinkinys. Kiekvieną specialiai paruoštą neigiamų pavyzdžių rinkinį 

sudaro bazinis neigiamų pavyzdžių rinkinys ir kitų dviejų klasių teigiami rinkiniai tam, kad kuo 

geriau pavyktų atskirti skirtingas klases. Bazinį neigiamų vaizdų rinkinį sudaro vaizdai, gauti iš 

atviros „ImageNet“ bibliotekos – stiklinių, sienų, raštų vaizdai. 

 Haaro kaskadų algoritmo rezultatai 

Naudojant opencv_traincascades buvo atlikti keli mokymo ciklai kiekvienai norimai išskirti 

klasei atskirai.  

Užsuktų kamštelių klasifikatorius 

Užsuktų kamštelių ieškančio klasifikatoriaus apmokymas truko net 25 val., per kurias pavyko 

suformuoti 17 kaskadų. Paskutinės kaskados apmokymas truko net 10 val. 
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Šiuo klasifikatoriumi pavyksta aptikti 90 užsuktų kamštelių iš 111, tačiau klasifikatorius pateikia 

ir beveik tiek pat klaidingų teigiamų rezultatų – net 88. Iš esmės algoritmas gerai sugeba aptikti 

butelio kakliuką, tačiau tai vyksta nepriklausomai nuo to, ar butelys užsuktas ar ne (žr. 3.3 pav.). 

3.1 lentelė. Užsuktų kamštelių klasifikatoriaus tikslumo rezultatai 

Rezultatai 
Teisingi 
teigiami 

Klaidinti 
teigiami 

Teisingi 
neigiami 

Klaidingi 
neigiami 

Tikslumas 

Gerai 
užsukti 

kamšteliai 
90  88  143  21  68.1 

 

 

3.3 pav. Užsuktų kamštelių klasifikatorius dažnai klysta net akivaizdžiose situacijose 

Neužsuktų kamštelių ieškantis klasifikatorius 

Neužsuktų kamštelių klasifikatoriaus apmokymas truko net 46,5 val., per kurias pavyko paruošti  

19 kaskadų. Šiuo klasifikatoriumi pavyksta aptikti 70 iš 100 neužsuktų kamštelių, o klaidingų 

teigiamų kiekis siekia 38 vnt. Lyginant su užsuktų kamštelių klasifikatoriumi, šis veikia ženkliai 

geriau. 

3.2 lentelė. Neužsuktų kamštelių klasifikatoriaus tikslumo rezultatai 

Rezultatai 
Teisingi 
teigiami 

Klaidinti 
teigiami 

Teisingi 
neigiami 

Klaidingi 
neigiami 

Tikslumas 

Neužsukti 
kamšteliai 

70  38  204  30  80.1 

 

   

3.4 pav. Neužsuktų kamštelių klasifikatoriaus rezultatai 
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Netinkamai užsuktų kamštelių ieškantis klasifikatorius 

Netinkamai užsuktų kamštelių klasifikatoriaus apmokymas truko 17 val., per kurias pavyko 

paruošti  17 kaskadų. Šiuo klasifikatoriumi pavyksta aptikti 95 iš 131 netinkamai užsuktų kamštelių, 

o klaidingų teigiamų kiekis siekia 54 vnt. 

3.3 lentelė. Netinkamai užsuktų kamštelių klasifikatoriaus tikslumo rezultatai 

Rezultatai 
Teisingi 
teigiami 

Klaidinti 
teigiami 

Teisingi 
neigiami 

Klaidingi 
neigiami 

Tikslumas 

Netinkamai 
užsukti 

kamšteliai 
95  54  157  36  73.7 

3.2. Kamštelio padėties tikrinimas naudojant DNT  

 DNT įgyvendinimas naudojant „TensorFlow“ 

Šio baigiamojo darbo metu dėl kodo atvirumo, išvystyto funkcionalumo, geros greitaveikos ir 

didelio laisvai prieinamos informacijos kiekio, nuspręsta algoritmus kurti ir analizuoti naudojantis 

„TensorFlow“ biblioteka.  Taip pat „TensorFlow“ leidžia naudoti „TensorBoard“ modulį, o tai yra 

dar vienas svarus argumentas, kodėl pasirinkta būtent ši biblioteka. Naudojant „TensorBoard“ 

modulį galima realiu laiku vizualizuoti neuroninio tinklo mokymosi procesą, vos keliomis eilutėmis 

kodo braižyti kintamųjų reikšmių kitimo grafikus ar net atvaizduoti rezultatų pasiskirstymą trimatėje 

erdvėje. Tai yra ypač patogu stebint neuroninio tinklo mokymosi procesą ir naudinga ruošiant 

ataskaitas bei prezentacijas, nes „TensorBoard“ pats sukuria reikiamą vizualinę medžiagą – 3.6 pav. 

yra puikus to pavyzdys.  

Pagrindinės „TensorFlow“ bibliotekos versijos yra dvi: skirta tik procesoriams bei skirta 

naudojimui su procesoriumi ir grafikos plokšte. Baigiamajame darbe naudojama bibliotekos versija, 

pritaikyta darbui su vaizdo plokštėmis („TensorFlow-gpu“), nes turima vaizdo plokštė tam yra 

tinkama ir jos naudojimas pagreitina neuroninio tinklo apmokymą. Darbo metu dėl didelio laisvai 

prieinamos informacijos kiekio, lakoniškumo ir paprastumo (nereikia kompiliuoti), programuojant 

naudojama „Python“ programavimo kalbos sąsaja. 

„TensorFlow“ paremta keletu kitų atvirojo kodo bibliotekų, todėl norint ja naudotis į kompiuterį 

reikia įdiegti „pillow“, „lxml“, „matplotlib“, „pandas“, „Sci-fi“, „scikit-learn“ bibliotekas. Visos jos 

yra atvirojo kodo, tarpusavyje suderinamos, nemokamos, populiarios ir laisvai prieinamos. 

Skaičiavimų grafas 

Kaip jau minėta, „TensorFlow“ skaičiavimams naudoja duomenų apdorojimo grafus (angl. data 

flow diagrams). Skaičiavimo grafai (diagramos) nėra patogus įrankis kuriant mažus neuroninius 

tinklus, nes paties grafo sukūrimui ir veikimui tenka rašyti papildomą kodą, tačiau skaičiavimų grafo 
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idėja leidžia paruošti aplinką optimaliam resursų panaudojimui. Skaičiavimo grafai taip pat leidžia 

patogiai segmentuoti kodą, palaikyti tvarką bei struktūrą. „TensorFlow“ kodą galima suvokti kaip 

modulinį, susidedantį iš dviejų atskirų dalių: 

1) skaičiavimų grafo apibrėžimo 

2) skaičiavimų grafo vykdymo (tf.Session()) 

NuskaitymasDuomenys Eilė

Maišoma
eilė

Apmokymas

Parametrų
nuskaitymas

Periodiškas duomenų 
išsaugojimas

Parametrai

Parametrų
atnaujinimas

 

3.5 pav. Schematinis „TensorFlow“ grafo atvaizdavimas: nuskaityti duomenys perkeliami į eilę prieš 

pirminį apdorojimą (duomenų paruošimą), po apdorojimo sudaroma antroji eilė, iš kurios 

aprūpinamas dirbtinio neuroninio tinklo apmokymo procesas. Apmokymo proceso metu periodiškai 

išsaugomi modelio parametrai, kad programai užstrigus proceso nereikėtų atlikti nuo pradžių.[24] 

Skaičiavimų grafas – tai operacijų seka, kurią galima atvaizduoti diagrama. Paprastas 

skaičiavimų grafas pavaizduotas 3.6 pav., o šio darbo metu sukurtas penkių konvoliucinių sluoksnių 

neuroninio tinklo  skaičiavimų grafas  – D priede. 

 

 

3.6 pav. Nedidelis skaičiavimų grafas, sukurtas naudojant „TensorFlow“ ir „TensorBoard“ 
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Tokiam (3.6 pav.) skaičiavimo grafui sudaryti reikalingas kodas: 

import TensorFlow as tf  

a = tf.constant([[1.0, 3.0], [2.0, 4.0]], dtype=tf.float32)  

b = tf.Variable(tf.random_normal([2, 2)) 

c = tf.placeholder(tf.float32) 

b = a + b                                   

result = tf.matmul(b, c) 

init = tf.global_variables_initializer() S
ka

ič
ia

vi
m

ų 
gr

af
as

 

with tf.Session() as sess: 

    sess.run(init) 

    writer = tf.summary.FileWriter(“.\TensorBoard_logs", sess.graph) 

    print(sess.run(result, feed_dict={c: [[2], [1]]})) 

    writer.close() G
ra

fo
 v

yk
dy

m
as

 

čia: 

 a – tenzorius-konstanta, kuriame saugomų duomenų tipas – „float32“; 

 b – kintamasis (tenzorius). Jo reikšmė šiuo atveju inicializuojama atsitiktinai, pagal normalųjį 

skirstinį; 

 c – tenzorius, be iš anksto priskirtos reikšmės. Jo reikšmė privalo būti (ir yra) pateikta grafo 

vykdymo metu, naudojant feed_dict parametrą; 

 result – rezultatas; 

 saver – grafo išsaugojimui naudojamas objektas; 

 init – globalus kintamųjų inicializavimas (reikalingas, kai ne visos grafo reikšmės yra 

konstantos); 

 tf.Session() – klasė, skirta „TensorFlow“ operacijų vykdymui; 

 tf.summary.FileWriter – klasė, suteikianti mechanizmus kurti įrašų failams.  

 Kuriami dirbtinio neuroninio tinklo modeliai 

Šiuolaikinėms vaizdų atpažinimo ir klasifikavimo užduotims atlikti vis dažniau taikomi 

konvoliuciniai neuroniniai tinklai. Remiantis Stanfordo universiteto CS231n kurso mokomąja 

medžiaga [16], geriausiai tokie dirbtiniai neuroniniai tinklai veikia naudojant  konvoliucinius 

sluoksnius su mažų matmenų filtrais (angl. kernels) ir „PReLU“ arba „ReLU“ aktyvacijos 
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funkcijomis. Mažų matmenų filtrai suteikia daugiau pranašumų nei didelių matmenų filtrai, tačiau 

pranašumams įgyti reikia naudoti daugiau sluoksnių. Du sluoksniai su 3 ൈ 3 filtrais suteikia daugiau 

laisvės laipsnių nei vienas sluoksnis su 7 ൈ 7 filtru nes naudojamos dvi netiesinės funkcijos, o ne 

viena ir gali aprėpti didesnį jautrumo lauką (angl. receptive field). 

Darbo metu naudojama NVIDIA 840M vaizdo plokštė turi tik 2 GB atminties, o tai yra neuronų 

bei jų tarpusavio jungčių kiekį tinkle apribojantis faktorius. Norint sumažinti neuroniniam tinklui 

reikalingą atminties kiekį, būtina paspartinti neuroninio tinklo siaurėjimą. Praktikoje tai atliekama 

naudojant maksimizavimo sluoksnius (angl. pooling layers). Dirbtiniuose neuroniniuose tinkluose 

maksimizavimo sluoksniai atlieka ir kelias kitas svarbias funkcijas – perduodami tik dominuojančius 

bruožus, jie padeda efektyviai sumažinti perteklinės informacijos kiekį bei leidžia atpažinti objektą 

nepriklausomai nuo jo pozicijos analizuojamame vaizde [24]. Taip pat šie sluoksniai padeda 

neuroniniam tinklui „surinkti“ plačiai pasklidusius dominuojančius bruožus ir taip pagerina bendrą 

tinklo tikslumą [25]. Dėl šių priežasčių, kuriamuose konvoliuciniuose neuroniniuose tinkluose 

maksimizavimo sluoksniai naudojami po kiekvieno konvoliucinio sluoksnio.  

Dažniausiai konvoliucinių tinklų pabaigoje panaudojami keli visiškai sujungti (angl. fully 

connected) sluoksniai. Paskutiniam iš pilnai sujungtų sluoksnių priskiriama tiek  neuronų, kiek klasių 

norima išskirti (suklasifikuoti). Tai leidžia užtikrintai pasakyti, kuris neuronas į kurią klasę reaguoja. 

Visiškai sujungtiems sluoksniams pritaikant nedidelę (10 %) iškritimo tikimybę (angl. dropout), 

neuroniniame tinkle dalis neuronų dirbtinai išjungiami. Ši iškritimo tikimybė padidina DNT 

paklaidas apmokymo metu ir prailgina apmokymo laiką (atitolina DNT permokymo tašką), tačiau 

galutiniame rezultate taip apmokytas neuroninis tinklas turėtų gebėti geriau apibendrinti informaciją. 

Šis efektas pagrįstas tuo, kad atgalinio paklaidos sklidimo metu didesnis paklaidos gradientas tenka 

neišjungtiems neuronams, taip priverčiant juos dalinai atlikti išjungtųjų neuronų funkcijas 

(„pavaduoti“) [11]. Testavimo bei realaus taikymo metu, kad tinklas veiktų stabiliai ir pateiktų 

atsikartojančius rezultatus, ši iškritimo tikimybė prilyginama nuliui. 

 Konvoliucinių neuroninių tinklų algoritmų rezultatai 

Pirmasis šio baigiamojo darbo metu sukurtas tiesioginio sklidimo konvoliucinis neuroninis 

tinklas turi penkis konvoliucinius sluoksnius. Kiekviename iš šių sluoksnių panaudota po 3 ൈ 3 

matmenų filtrą, kuris pritaikomas atitinkamo sluoksnio įėjimams žingsniu 𝑆 ൌ 1. Pirmajame 

sluoksnyje naudojami 16 filtrų, antrajame – 32, trečiajame – 64, ketvirtajame – 128 ir penktajame – 

256. 

Tarp kiekvieno iš konvoliucinių sluoksnių bei po paskutiniojo konvoliucinio sluoksnio 

panaudoti maksimizavimo sluoksniai su 3 ൈ 3 matmenų filtru. Šie filtrai taikomi žingsniu 𝑆 ൌ 2.  
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Po penktojo maksimizavimo sluoksnio gaunama 12 ൈ 9 ൈ 256 matmenų matrica. Ši matrica 

transformuojama į vektorių, kurio ilgis (kartu su neurono baze) 12 ∙ 9 ∙ 256 ൅ 1 ൌ 27649. Šis 

vektorius perduodamas į visiškai sujungto neuronų tinklo įėjimus.  

Pirmajame visiškai sujungtų neuronų sluoksnyje naudojami 1024 neuronai. Kiekvienas iš jų turi 

po 27649 įėjimus, nes tokio ilgio yra ankstesniame žingsnyje gautas vektorius. Sekančiame 

sluoksnyje naudojami 256 visiškai sujungti neuronai, tuomet – 64 ir pagaliau – 3 (tiek, kiek yra 

norimų atskirti klasių). 

Tokiame konvoliuciniame tinkle naudojama daugiau nei 400 tūkst. parametrų (žr. 3.2.3.1 

lentelėje), kurie užima 1 654 MB kompiuterio atminties. 

3.4 lentelė. Penkių sluoksnių konvoliucinio neuroninio tinklo parametrai 

Sluoksnis  W1  H1  D1  K  F  S  P  W2  H2  D2  𝑵𝒑𝒏  𝑵𝒏  𝑵𝒑𝒍 

Conv1  320  240  3  16  3  1  1  320  240  16  28  1 228 800  34 406 400 

Pool1  320  240  16  1  2  2  0  160  120  16  0  0  0 

Conv2  160  120  16  32  3  1  1  160  120  32  145  614 400  89 088 000 

Pool2  160  120  32  1  2  2  0  80  60  32  0  0  0 

Conv3  80  60  32  64  3  1  1  80  60  64  289  307 200  88 780 800 

Pool3  80  60  64  1  2  2  0  40  30  64  0  0  0 

Conv4  40  30  64  128  3  1  1  40  30  128  577  153 600  88 627 200 

Pool4  40  30  128  1  2  2  0  20  15  128  0  0  0 

Conv5  20  15  128  256  3  1  1  20  15  256  1 153  76 800  88 550 400 

Pool5  20  15  256  1  2  2  0  11  8  256  0  0  0 

FC1                      22 529  1 024  23 069 696 

FC2                      1 025  256  262 400 

FC3                      257  64  16 448 

FC4                      65  3  195 

Viso                     
  

  412 801 539 

Nors tai ir labai elementarus tinklo modelis – po 45 min. trukusių apmokymų naudojant 

originalių nuotraukų rinkinį, juo pavyko teisingai suklasifikuoti 90,4 % testavimo rinkinio. Sukurtu 

neuroniniu tinklu atlikus testavimą gauti rezultatai pateikti 3.5 lentelėje.  
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3.5 lentelė. Penkių konvoliucinių sluoksnių neuroninio tinklo tikslumas apmokymui naudojant 

originalų duomenų rinkinį 

  Teisingi 
teigiami 

Klaidinti 
teigiami 

Teisingi 
neigiami 

Klaidingi 
neigiami 

Tikslumas, 
% 

Gerai užsukti kamšteliai  96  15  216  15  91,2 

Prastai užsukti kamšteliai  115  8  203  16  93,0 

Neužsukti kamšteliai  98  10  232  2  96,5 

Bendras rezultatas: 90,4 

 

To paties tinklo apmokymams naudojant dirbtinai papildytą vaizdų rinkinį, neuroninio tinklo 

klasifikavimo tikslumą pavyko pagerinti 2 %. 

3.6 lentelė. Penkių konvoliucinių sluoksnių neuroninio tinklo tikslumas apmokymui naudojant 

papildytą duomenų rinkinį 

  Teisingi 
teigiami 

Klaidinti 
teigiami 

Teisingi 
neigiami 

Klaidingi 
neigiami 

Tikslumas, 
% 

Gerai užsukti kamšteliai  106  14  217  5  94,4 

Prastai užsukti kamšteliai  121  8  203  10  94,7 

Neužsukti kamšteliai  89  4  238  11  95,6 

Bendras rezultatas: 92,4 

 

Visuose konvoliuciniuose sluoksniuose pakeitus „ReLU“ aktyvacijos funkciją į „PReLU“ su 

koeficientu 𝑐 ൌ 0,1, tinklo tikslumą pavyko pagerinti 2,3 % (iki 92,1 %).  

3.7 lentelė. Penkių konvoliucinių sluoksnių neuroninio tinklo tikslumas su „PReLU“ aktyvacijos 

funkcija, apmokymui panaudojus originalų rinkinį 

  Teisingi 
teigiami 

Klaidinti 
teigiami 

Teisingi 
neigiami 

Klaidingi 
neigiami 

Tikslumas, 
% 

Gerai užsukti kamšteliai  99  13  218  12  92,7 

Prastai užsukti kamšteliai  119  7  204  12  94,4 

Neužsukti kamšteliai  97  7  235  3  97,1 

Bendras rezultatas:  92,1 

 

Šio neuroninio tinklo apmokymui naudojant papildytą vaizdų rinkinį, pavyksta pasiekti 96,6 % 

klasifikavimo tikslumą. Be to, šį tikslumą pavyko pasiekti per 10 000 apmokymo ciklų ir tai užtruko 

tik 32,4 min.  
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3.8 lentelė. Penkių konvoliucinių sluoksnių neuroninio tinklo tikslumas apmokymui naudojant 

papildytą duomenų rinkinį 

  Teisingi 
teigiami 

Klaidinti 
teigiami 

Teisingi 
neigiami 

Klaidingi 
neigiami 

Tikslumas, 
% 

Gerai užsukti kamšteliai  73  1  156  7  96,6 

Prastai užsukti kamšteliai  85  6  145  1  97,0 

Neužsukti kamšteliai  71  1  165  0  99,6 

Bendras rezultatas:  96,6 

 

 

3.7 pav. Penkių konvoliucinių sluoksnių neuroninio tinklo su 

„PReLU“ aktyvacijos funkcija apmokymo grafikas 

Bandant dar labiau pagerinti pasiektą tikslumo rezultatą, pirmiau sukurtas tinklas šiek tiek 

modifikuotas – jam pridėtas dar vienas konvoliucinis sluoksnis. Atlikus tokį pakeitimą,  neuroninio 

tinklo parametrų pakinta nežymiai (žr. lentelę E priede). Taip yra, nes pridėto konvoliucinio 

sluoksnio poreikius dalinai kompensuoja sumažėjęs pirmajam visiškai sujungtam sluoksniui 

paduodamo įėjimo vektoriaus ilgis.  

Tokio tinklo apmokymams naudojant originalių vaizdų rinkinį, pavyko pasiekti net 96,2 % 

tikslumą. Šį maksimumą pavyko pasiekti per 40 min. 

3.9 lentelė. Šešių konvoliucinių sluoksnių neuroninio tinklo tikslumas, apmokymui panaudojus 

originalių duomenų rinkinį 

  Teisingi 
teigiami 

Klaidinti 
teigiami 

Teisingi 
neigiami 

Klaidingi 
neigiami 

Tikslumas, 
% 

Gerai užsukti kamšteliai  108  7  224  3  97,1 

Prastai užsukti kamšteliai  122  0  211  9  97,4 

Neužsukti kamšteliai  99  6  236  1  98,0 

Bendras rezultatas:  96,2 
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Šio šešių konvoliucinių sluoksnių neuroninio tinklo apmokymams naudojant dirbtinai papildytą 

vaizdų rinkinį, pavyko teisingai suklasifikuoti net 335 iš 342 testinių vaizdų (10 ൅ 125 ൅ 110 ൌ

335), o tai yra net 98 % viso testavimo rinkinio. Šio apmokymo proceso grafikas pateiktas F priede. 

3.10 lentelė. Šešių konvoliucinių sluoksnių neuroninio tinklo tikslumas apmokymui panaudojus 

papildytą duomenų rinkinį 

  Teisingi 
teigiami 

Klaidinti 
teigiami 

Teisingi 
neigiami 

Klaidingi 
neigiami 

Tikslumas, 
% 

Gerai užsukti kamšteliai  110  5  226  1  98,2 

Prastai užsukti kamšteliai  125  0  211  6  98,2 

Neužsukti kamšteliai  100  2  240  0  99,4 

Bendras rezultatas:  98,0 

 

Kaip matyti iš 3.6, 3.7, 3.9 ir 3.10 lentelių – sukurtiems neuroniniams tinklams prasčiausiai 

sekėsi atskirti gerai užsuktus kamštelius nuo netinkamai užsuktų. Pavyzdžiui, prieš paskutiniame 

bandyme net šeši iš septynių klaidingai suklasifikuotų vaizdų buvo netinkamai užsuktos  taros 

vaizdai, iš kurių penki buvo priskirti gerai užsuktos taros klasei. Iš tiesų tuo nereikėtų stebėtis, nes 

kartais skirtumai būna tikrai sunkiai pastebimi (žr. 3.8 pav. pavyzdį viršuje kairėje). 

Taip pat visiems tinklams sunkiai sekėsi klasifikuojant kiek neįprastą raudonos spalvos tarą (žr. 

3.8 pav.). Tarp klaidingai suklasifikuotų pavyzdžių visuomet patenka keli klaidingai suklasifikuoti 

tokios taros pavyzdžiai. Greičiausiai taip yra dėl panašios taros trūkumo apmokymo rinkinyje. 

   

    

3.8 pav. Keletas konvoliuciniu neuroniniu tinklu suklasifikuotų pavyzdžių 
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4. SUKURTŲ ALGORITMŲ PALYGINIMAS 

4.1. Algoritmų apmokymo sparta 

Šio baigiamojo darbo metu apmokyti 3 Haaro kaskadų klasifikatoriai. Klasifikatorius, skirtas 

aptikti tarai be kamštelių sudarytas iš 19 kaskadų, o klasifikatoriai skirti aptikti buteliams su gerai 

užsuktais kamšteliais ir netinkamai užsuktais kamšteliais – iš 17. Nors didinant kaskadų skaičių 

didėja kiekvieno klasifikatoriaus tikslumas, kiekvienai tolimesnei kaskadai prireikia vis daugiau 

laiko. Šis apmokymo trukmės ilgėjimas ypač ryškus nuo 14 kaskados. 

Susumavus atskirų kaskadų apmokymo trukmę – šiems trims klasifikatoriams apmokyti prireikė 

8999 minučių, o tai yra  daugiau nei šešios paros nepertraukiamo kompiuterio darbo. Tokį proceso 

lėtumą greičiausiai nulėmė 2 priežastys: 

1) šis algoritmas apdorojamas naudojant tik bendros paskirties procesorių;

2) kaskadų algoritmui parinkti per dideli matmenys (parinktos per didelės -w ir -h parametrų

vertės).

4.1 pav. Haaro kaskadų apmokymo grafikas 

Konvoliucinių neuroninių tinklų apmokymas, naudojant grafinę plokštę, trunka žymiai 

trumpiau. Šio darbo metu, neuroninių tinklų apmokymo greitaveikai dar labiau padidinti  pritaikytas 

„TensorFlow“ duomenų paruošimo lygiagretinimas naudojant 8 gijas. Pritaikius šią technologiją 

pavyko ženkliai padidinti vaizdo plokštės darbo našumą pagreitinti neuroninių tinklų apmokymo 

procesą. Tai sudarė sąlygas neuroniniams tinklams apmokyti per 35–45 min. 
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4.2 pav. Grafikos plokštės darbo grafikas nenaudojant duomenų paruošimo lygiagretinimo (kairėje) 

ir naudojant duomenų paruošimo lygiagretinimą su 8 gijomis (dešinėje) 

4.2. Algoritmų tikslumas 

Šio baigiamojo darbo metu apmokyti 3 tarpusavyje panašūs konvoliucinių neuroninių tinklų 

algoritmai ir Haaro kaskadų algoritmas. Kadangi Haaro kaskadų algoritmas yra skirtas aptikti tik 

vienos klasės objektams – buvo darbo metu buvo apmokyti 3 skirtingoms klasėms skirti 

klasifikatoriai. 

Naudojant Haaro kaskadų algoritmą sukurti klasifikatoriai pasiekė 68,1–80,1 % tikslumą. Vis 

dėlto, kaip matyti iš 3.1–3.3 lentelių, visi trys klasifikatoriai indikuoja daug klaidingų teigiamų 

rezultatų. Tai parodo algoritmų polinkį aptikti ieškomus objektus ten, kur jų nėra. Iš dalies to 

priežastis yra pats Haaro kaskadų veikimo principas, kuomet vieninteliai svarstomi požymiai yra 

pikselių ryškumo skirtumai gretimose zonose. Kadangi butelių kamšteliai gali būti įvairių atspalvių 

ir ne būtinai šviesesni už patį butelį ar aplinkos foną, gerai užsuktų kamštelių klasifikatoriaus 

rezultatai (klaidingų teigiamų rezultatų atžvilgiu) yra prasčiausi. Mažiausią klaidingų teigiamų 

rezultatų kiekį pasiekė neužsuktų kamštelių klasifikatorius. Tam egzistuoja kelios priežastys: 

1) šis klasifikatorius yra sudarytas iš 19 kaskadų, o ne 17 kaip kiti du;

2) vaizde matomi ryškūs taros sriegio iškilumai, kuriuos lengviau atskirti.

Iš tiesų šio algoritmo polinkį į klaidingus teigiamus rezultatus mini ir šio algoritmo kūrėjai,

konferencijoje pristatytoje medžiagoje – jų minimas klaidingų teigiamų rezultatų kiekis siekia 40 % 

[2]. Jeigu šis skaičius skaičiuojamas visam kontrolinių pavyzdžių kiekiui – šiuo atžvilgiu baigiamojo 

darbo metu pavyko pasiekti net geresnius rezultatus. 

Konvoliucinių neuroninių tinklų algoritmai pasiekia visais atžvilgiais ženkliai didesnį tikslumą 

nei Haaro bruožais paremti algoritmai: jie daug geriau atskiria kiekvieną iš trijų klasių, (žr. 4.3 pav.), 

pateikia mažiau klaidingų teigiamų ir klaidingų neigiamų rezultatų.  Visi trys šio baigiamojo darbo 

metu tirti konvoliuciniai neuroniniai tinklai viršijo 92 % tikslumą. Šio baigiamojo darbo metu 

sukurtam šešių konvoliucinių sluoksnių neuroniniam tinklui pavyko pasiekti net 98 % tikslumą. 

Pagrindinės tai lemiančios priežastys: 

1) konvoliuciniai neuroniniai tinklai įvertina spalvų teikiamą informaciją;
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2) paeiliui naudojant konvoliucinius sluoksnius, neuroniniai tinklai geba įvertinti ne tik pikselių 

ryškumo teikiamą informaciją, bet ir pikselių ryškumo kitimo spartą, linijas, jų tarpusavio 

sąryšius ir kitus daug sudėtingesnius bruožus; 

3) kuo gilesnis DNT, tuo sudėtingesnius požymius jis gali įvertinti [24]. 

 

4.3 pav. Algoritmų tikslumo skirtingose klasėse palyginimas 

Iš esmės tai reiškia, kad DNT algoritmai analizuojamame vaizde geba aptikti net smulkias 

detales, todėl gali būti taikomi automatinėse kokybės kontrolės sistemose. Turint didesnę mokymo 

pavyzdžių bazę, būtų galima pasiekti ir dar geresnių rezultatų netgi naudojant paprastus tiesioginio 

sklidimo neuroninius tinklus. 

Šio baigiamojo darbo, atliekant įvairias algoritmų apmokymui skirtų originalių vaizdų 

modifikacijas, buvo sukurtas papildytas rinkinys. Naudojant šį papildytą duomenų rinkinį, apmokyti 

konvoliuciniai neuroniniai tinklai sugebėjo pasiekti 1,8–4,5 % geresnius rezultatus nei tik originaliais 

vaizdais apmokyti DNT algoritmai. 

 

4.4 pav. Konvoliucinių neuroninių tinklų pasiektas tikslumas naudojant dirbtinai papildytus ir tik 

originalius duomenis 
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4.3. Algoritmų veikimo sparta 

Nors Haro kaskadų algoritmo apmokymas yra daug lėtesnis procesas ir jo progresas sunkiau 

prognozuojamas, šis algoritmas pasižymi puikia greitaveika. Naudojant 320 ൈ 240 pikselių raiškos 

vaizdus – visą testinių vaizdų rinkinį pavyksta apdoroti per ~2 s.  Galima pastebėti, jog netinkamai 

užsuktus kamštelius aptinkantis Haaro klasifikatorius testinio rinkinio vaizdui apdoroti sugaišta 

vidutiniškai 0,7 ms daugiau nei kiti du Haaro klasifikatoriai. Taip yra dėl to, kad šis klasifikatorius 

sudarytas iš 19 kaskadų, o ne 17, kaip kiti du. 

Testuojant konvoliucinius neuroninius tinklus naudojant centrinį procesorių pasiekiama sparta 

yra ženkliai mažesnė ir naudojimui realiu laiku (bent jau su šiame darbe naudojamais kompiuteriniais 

resursai) yra neįmanomas. Visą testinių vaizdų rinkinį konvoliuciniai neuroniniai tinklai geba 

apdoroti per 347–373 s, o tai yra apie vieną vaizdinį failą per sekundę. 

Neuroninio tinklo testavimą perdavus vaizdo plokštei, visas testavimui skirtų vaizdų rinkinys 

(kuriame yra 342 vnt. 320 ൈ 240 pikselių raiškos vaizdų) įvertinamas per 2,86–3,10 s. Tai reiškia, 

kad vienam vaizdo failui įvertinti vidutiniškai prireikia 8,39–9,50 ms. Nors neuroniniai tinklai veikia 

ženkliai lėčiau, tokia greitaveika taip pat gali būti naudojama realiu laiku. 

Tarp neuroninių tinklų sparčiausiai vaizdus apdorojo šešių konvoliucinių sluoksnių tinklas. 

Vienam vaizdo failui apdoroti jam prireikė vidutiniškai 8,39 ms. Lėčiausiai veikė penkių 

konvoliucinių sluoksnių tinklas, su „PReLU“ funkcija. Kiekvienam bandiniui apdoroti jam prireikė 

vidutiniškai 9,20 ms. Toks greitaveikos pasiskirstymas greičiausiai yra aktyvacijos funkcijos ir 

parametrų kiekio neuroniniuose tinkluose rezultatas. Naudojant „PReLU“ funkciją neuroninio tinklo 

apdorojimas šiek tiek sulėtėja. Vis dėlto, sumažinus parametrų neuroniniame tinke naudojamų 

parametrų kiekį, bendrą tinklo greitaveiką pavyko pagerinti. 

4.5 pav. Vaizdų klasifikavimo algoritmų spartos palyginimas 
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APIBENDRINIMAS. IŠVADOS 

Šio baigiamojo darbo metu, naudojant atvirojo kodo bibliotekas, buvo sukurti 3 konvoliuciniai 

neuroniniai tinklai. Siekiant išsiaiškinti klasifikavimui skirtų konvoliucinių neuroninių tinklų 

panaudojimo galimybes automatinėse kokybės kontrolės sistemose, neuroniniams tinklams 

apmokyti buvo panaudota darbo metu surinkta vaizdinė medžiaga – neužsuktų,  netinkamai užsuktų 

ir gerai užsuktų butelių nuotraukos. Surinkta vaizdinė medžiaga buvo padalinta į testavimui bei 

algoritmų apmokymui naudojamus rinkinius. 

Algoritmų apmokymams naudojant tik originalias nuotraukas, pirmasis (penkių konvoliucinių 

sluoksnių tinklas su ir „ReLU“ aktyvacijos funkcija) pasiekia 90,4 % klasifikavimo tikslumą. 

Antrasis, taip pat penkių sluoksnių, tik su „PReLU“ aktyvacijos funkcija pasiekia 92,1 % tikslumą. 

Trečiasis – šešių konvoliucinių sluoksnių neuroninis tinklas su „PReLU“ aktyvacijos funkcija 

pasiekia 96,2 % tikslumą. Turint tokį ribotą, tinklų apmokymui skirtą originalių pavyzdžių kiekį 

(2174 vnt.), tai nėra prasti rezultatai. Taip pat, tokie rezultatai patvirtina teiginį, jog naudojant 

„PReLU“ aktyvacijos funkciją galima gauti geresnius rezultatus nei naudojant „ReLU“ aktyvacijos 

funkciją . 

Palyginimui, Haaro kaskadų algoritmu (suformuotu iš 17 kaskadų) pavyko pasiekti tik 80 % 

tikslumą ir tik vienai, taros su neužsuktais kamšteliais, klasei. Žemiausias tikslumas gautas naudojant 

Haaro kaskadų algoritmą gerai užsuktiems kamšteliams aptikti – 68.1 %. Tai yra tik apie du kartus 

geriau nei atsitiktinis pataikymas. Naudojant Haaro kaskadas gaunamas ypač didelis klaidingų 

teigiamų rezultatų kiekis. Toks nepatikimas veikimas būtų nepriimtinas bet kokiai kokybės kontrolės 

sistemai. 

Tikėtina, kad tokius prastus Haaro kaskadų algoritmų rezultatus būtų galima ženkliai pagerinti, 

ilginant kaskadų apmokymo trukmę. Tęsiant šių algoritmų apmokymus, būtų galima suformuoti 

daugiau kaskadų, o tai sumažintų ir klaidingų teigiamų rezultatų kiekį. Vis dėlto šio algoritmo 

apmokymas yra ypač daug laiko reikalaujantis ir ištisas paras trunkantis procesas (žr. 4.1 pav.). 

Bandant pagerinti konvoliucinių neuroninių tinklų pasiektus rezultatus, apmokymams skirtas 

duomenų rinkinys buvo papildytas modifikuotais vaizdais. Kiekvienai iš trijų duomenų klasių, 

naudojant šio darbo metu sukurtą algoritmą, buvo sugeneruota po 3 000 dirbtinių vaizdų, taip 

sudarant apmokymams skirtą duomenų rinkinį su iš viso 10 832 vaizdais. Neuroniniams tinklams 

apmokyti naudojant šį rinkinį, pavyko pagerinti visų trijų neuroninių tinklų tikslumo įverčius 1,8–

4,5 %. Tai reiškia, kad naudojant dirbtinį duomenų „priauginimą“ galima ženkliai pagerinti 

konvoliucinių tinklų algoritmų tikslumą ir pasiekti gerų klasifikavimo rezultatų net ir turint 

santykinai nedidelį pavyzdžių kiekį. 
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Neuroniniam tinklui su šešiais konvoliuciniais sluoksniais apmokyti panaudojus papildytą 

rinkinį, pavyko teisingai suklasifikuoti net 98 % viso testinio duomenų rinkinio. Tai reiškia, kad 

konvoliuciniai neuroniniai tinklai geba „pastebėti“ smulkių detalių analizuojamame vaizde ir todėl 

yra tinkami naudoti kokybės kontrolės sistemose. 

Lyginant greitaveiką naudojant tik centrinį kompiuterio procesorių, šio darbo metu sukurti 

konvoliuciniai neuroniniai tinklai veikia beveik 150 kartų lėčiau nei Haaro kaskadų algoritmai. 

Haaro kaskadų algoritmu vieną testinio rinkinio vaizdą pavyksta apdoroti per 5,5–6,3 ms (kuo 

mažiau kaskadų turi klasifikatorius, tuo didesnė vaizdo apdorojimo sparta). Konvoliuciniams 

neuroniniams tinklams veikiant procesoriuje prireikia net 1001–1009 ms vienam 320 ൈ 240 px 

raiškos vaizdui apdoroti. Šią problemą galima išspręsti naudojant kompiuterinę grafikos plokštę. 

Neuroninių tinklų apdorojimą perkėlus į grafikos plokštę, vieno pavyzdžio apdorojimo laikas 

sutrumpėja beveik 100 kartų ir sumažėja iki 8,4–9,5 ms. Nors tai vis dar lėčiau nei Haaro kaskadų 

algoritmas (žr. 4.5 pav.), tokia greitaveika yra daugiau nei pakankama praktiškai bet kokiose 

gamybos kokybės kontrolės sistemose. 

Šiuo metu egzistuoja net keletas laisvai prieinamų ir aktyviai tobulinamų atvirojo kodo 

bibliotekų, kurios yra pakankamai išvystytos, kad jomis naudojantis būtų galima kurti ir tobulinti 

automatines kokybės kontrolės sistemas. Šio baigiamojo darbo metu sukurtiems bei išbandytiems 

algoritmams buvo naudotos tik atvirojo kodo bibliotekos.  
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PRIEDAI 

 



 

 

 

A priedas. Programinis kodas, skirtas pavyzdžių atsisiuntimui iš 
„ImageNet“ duomenų bazės 

 

import urllib.request 
import cv2 
import numpy as np 
import os 
 
def getFromImageNet(sysnetUrl, imSize): 
    """Code for downloading images from ImageNet 
        Downloads images from ImageNet, resizes to mach 'imSize' ant places 
into /neg folder 
    """ 
    neg_images_link = sysnetUrl 
    neg_image_urls = urllib.request.urlopen(neg_images_link).read().decode() 
    pic_num = 1 
 
    if not os.path.exists('neg'): 
        os.makedirs('neg') 
 
    for i in neg_image_urls.split('\n'): 
        try: 
            print(i) 
            urllib.request.urlretrieve(i, "neg/" + str(pic_num) + ".jpg") 
            img = cv2.imread("neg/" + str(pic_num) + ".jpg", cv2.IMREAD_COLOR) 
 
            resized_image = cv2.resize(img, imSize) 
            cv2.imwrite("neg/" + "w_" + str(pic_num) + ".jpg", resized_image) 
            pic_num += 1 
 
        except Exception as e: 
            print(str(e)) 
 
url = 'http://www.image-
net.org/api/text/imagenet.synset.geturls?wnid=n03372549' 
getFromImageNet(url, [600, 600]) 



 

B priedas. Vaizdų modifikavimo algoritmas dirbtiniam duomenų „priauginimui“ 

import Augmentor    # https://github.com/mdbloice/Augmentor 
import cv2 
import os 
import pandas as pd 
import sys 
import random 
import math 
import numpy as np 
from PIL import Image 
import imgaug as ia 
from imgaug import augmenters as iaa 
 
SRC_IMG_DIR = r"C:/Users/Tomas/tensorFlow/dataSets/Bottles_small/3cat/noCap/" 
DST_IMG_DIR = "C:/Users/Tomas/tensorFlow/dataSets/Bottles_small/3cat_augmented/noCap/" 
CSV_SEPARATOR = ',' 
SRC_CSV_PATH = r"C:/Users/Tomas/tensorFlow/dataSets/Bottles_small/labels/3cat/noCap_labels.csv" 
DST_CSV = r"C:/Users/Tomas/tensorFlow/dataSets/Bottles_small/labels/3cat_augmented/augmented_noCap_labels.csv" 
CLASS = 'noCap' 
NUM_TO_PRODUCE = 3000 
W = 320 
H = 240 
D = 3 
NUM_OBJECTS = 1 
 
GREEN = [0, 255, 0] 
ORANGE = [255, 140, 0] 
RED = [255, 0, 0] 
 
def imgaug(srcImgDir, srcCsvPath, dstImgDir, dstCsvPath, csvSeparator, cnt): 
    csvData = getData(srcCsvPath, csvSeparator) 
    if not os.path.isdir(srcImgDir): 
        print("There is no such srcImgDir!") 
        sys.exit() 
    seq = iaa.Sequential([ 
        iaa.Fliplr(0.7), 
        iaa.Invert(0.10, per_channel=True), 
        iaa.SomeOf((2, 4), 
                   [ 
                       iaa.AdditiveGaussianNoise(loc=0, scale=(0.0, 0.02 * 255), per_channel=0.5), 
                       iaa.ContrastNormalization((0.5, 1.5), per_channel=0.5), 
                       iaa.Add((-10, 10), per_channel=0.5), 



 

 

 

                       iaa.Multiply((0.7, 1.3)), 
                       iaa.OneOf([ 
                           iaa.Sharpen(alpha=(0, 0.6), lightness=(0.8, 1.2)), 
                           iaa.Emboss(alpha=(0, 1.0), strength=(0, 2.0))]), 
                       iaa.Dropout((0.001, 0.01), per_channel=0.5) 
                   ], random_order=True), 
        iaa.Affine( 
            scale=(0.8, 1.2), 
            translate_percent={"x": (-0.2, 0.2), "y": (-0.2, 0.2)}, 
            rotate=(-5, 5), 
            # shear=(-5, 5), 
            order=1, 
            cval=(0, 255), 
            mode=ia.ALL), 
    ], random_order=True) 
    numImages = csvData.shape[0] 
    i = 0 
    newImgData = pd.DataFrame() 
    while i < cnt: 
        row = int(np.random.uniform(0.0, numImages)) 
        fileName = csvData.filename[row] 
        filePath = srcImgDir + fileName 
 
        if not os.path.isfile(filePath): 
            print("No such file exists: {}".format(filePath)) 
            continue 
        img = cv2.imread(filePath) 
        box = ia.BoundingBoxesOnImage([ia.BoundingBox(x1=csvData.xmin[row], 
                                                      y1=csvData.ymin[row], 
                                                      x2=csvData.xmax[row], 
                                                      y2=csvData.ymax[row]), 
                                       ], 
                                      shape=img.shape) 
        seq_det = seq.to_deterministic() 
        image_aug = seq_det.augment_images([img])[0] 
        bbs_aug = seq_det.augment_bounding_boxes([box])[0] 
        box_new = bbs_aug.bounding_boxes[0] 
        if not box_new.is_fully_within_image(image_aug.shape): 
            print("Bounding box out of image!") 
            print("xmin: {} \t xmax: {} \t ymin: {} \t ymax: {}".format(box_new.x1, box_new.x2, box_new.y1, box_new.y2)) 
        else: 
            print("{}. Image {} on row {} augmented".format(i, fileName, row)) 
            newRow = pd.Series(["ia{}_".format(i) + fileName, W, H, CLASS, int(box_new.x1), int(box_new.y1), int(box_new.x2), 
int(box_new.y2)], 



 

                      index=['filename', 'width', 'height', 'class', 'xmin', 'ymin', 'xmax', 'ymax']) 
            newImgData = newImgData.append(newRow, ignore_index=True) 
            cv2.imwrite(dstImgDir + "ia{}_".format(i) + fileName, image_aug) 
            i += 1 
        image_before = draw_bbs(img, box, 100) 
        image_after1 = draw_bbs(image_aug, bbs_aug, 100) 
        cv2.imshow("before", image_before) 
        cv2.imshow("after", image_after1) 
        cv2.waitKey(0) 
        newImgData.height = newImgData.height.astype('int16') 
        newImgData.width = newImgData.width.astype('int16') 
        newImgData.xmin = newImgData.xmin.astype('int16') 
        newImgData.ymin = newImgData.ymin.astype('int16') 
        newImgData.xmax = newImgData.xmax.astype('int16') 
        newImgData.ymax = newImgData.ymax.astype('int16') 
        newImgData.to_csv(dstCsvPath, index=False) 
 
def getData(csvFilePath, csvSeparator): 
    if not os.path.isfile(csvFilePath): 
        print("There is no such .csv file! \t Check the csvFilePath") 
        sys.exit() 
    csvData = pd.read_csv(csvFilePath, csvSeparator) 
    return csvData 
 
def main(): 
    imgaug(SRC_IMG_DIR, SRC_CSV_PATH, DST_IMG_DIR, DST_CSV, CSV_SEPARATOR, NUM_TO_PRODUCE) 
 
main ()  



 

 

 

C priedas. Kuriant neuroninius tinklus naudotas programinis kodas 

import tensorflow as tf 

import os 
from random import shuffle 
import time 
 
# Parameters 
TRAIN_SAMPLES = 9981 
VALIDATION_SAMPLES = 379 
BATCH_SIZE = 8 
EPOCHS_MAX = 200            # Number of Epochs 
CHECK_POINT_EPOCH = 2       # Save a model checkPoint after CHECK_POINT_EPOCH 
LEARNING_RATE = 0.0005 
MAX_INPUT_QUEUE = 400 
 
# Network Parameters 
DROPOUT = 0.10              # Dropout 10% 
 
# Constants 
NUM_CLASSES = 3 
TRAIN_DIR = r'C:/Users/Tomas/tensorFlow/dataSets/Bottles_small/3cat_augmented_train' 
# TRAIN_DIR = r'C:/Users/Tomas/tensorFlow/dataSets/Bottles_small/3cat_train' 
EVAL_DIR = r'C:/Users/Tomas/tensorFlow/dataSets/Bottles_small/3cat_test' 
LOGS_DIR = r'C:/Users/Tomas/tensorFlow/Bottles/logs' 
 
IMG_WIDTH = 320 
IMG_HEIGHT = 240 
IMG_DEPTH = 3 
 
trainsPerEpoch = int(TRAIN_SAMPLES / BATCH_SIZE)              # Equals num of train samples 
validationsPerEpoch = int(VALIDATION_SAMPLES / BATCH_SIZE)    # Equals num of test samples 
 
 
def getList(sampleDir): 
    """Get shuffled file list in a 2 level direcory""" 
    fullList = [] 
    pathList = [] 
    labelList = [] 
    for classIndex, classDir in enumerate(tf.gfile.ListDirectory(sampleDir)): 
        print("Class '{}' is assigned index {}".format(classDir, classIndex)) 
        for fileName in tf.gfile.ListDirectory(sampleDir + '/' + classDir): 
            if '.JPG' not in fileName: 



 

                continue 
            fullList.append([(sampleDir + '/' + classDir + '/' + fileName), classIndex]) 
    shuffle(fullList) 
    shuffle(fullList) 
    for element in fullList: 
        pathList.append(element[0]) 
        labelList.append(element[1]) 
 
    return pathList, labelList 
 
 
def input_parser(img_path, label): 
    # convert the label to one-hot encoding 
    one_hot = tf.one_hot(label, NUM_CLASSES) 
 
    # read the img from file 
    img_file = tf.read_file(img_path) 
    img_decoded = tf.image.decode_jpeg(img_file, channels=3) 
 
    # Prove the image to be correct size 
    img_decoded = tf.image.resize_image_with_crop_or_pad(img_decoded, target_height=IMG_HEIGHT, target_width=IMG_WIDTH) 
    img_decoded = tf.image.per_image_standardization(img_decoded) 
 
    return img_decoded, one_hot 
 
# read file lists with labels into the memory (as if it was read from a file) 
train_imgs, train_labels = getList(TRAIN_DIR) 
val_imgs, val_labels = getList(EVAL_DIR) 
 
# create TensorFlow Dataset objects 
tr_data = tf.data.Dataset.from_tensor_slices((train_imgs, train_labels)) 
val_data = tf.data.Dataset.from_tensor_slices((val_imgs, val_labels)) 
 
# read files at filePaths and convert labels to oneHot encoded labels 
tr_data = tr_data.map(input_parser, num_parallel_calls=8) 
val_data = val_data.map(input_parser, num_parallel_calls=8) 
 
# prefetch an image buffer of size=BATCH_SIZE 
tr_data = tr_data.prefetch(MAX_INPUT_QUEUE) 
val_data = val_data.prefetch(BATCH_SIZE) 
 
# contruct a batch of images. Not working with Iterator.from_structure - throws an error (don't know why). 
tr_data = tr_data.batch(BATCH_SIZE) 
val_data = val_data.batch(BATCH_SIZE) 
 
# create TensorFlow Iterator object 



 

 

 

handle = tf.placeholder(tf.string, shape=[], name='iterator_handle') 
iterator = tf.data.Iterator.from_string_handle( 
    handle, tr_data.output_types, tr_data.output_shapes) 
next_element = iterator.get_next() 
 
training_iterator = tr_data.make_initializable_iterator() 
validation_iterator = val_data.make_initializable_iterator() 
 
# Create model 
def conv_net(input, dropout): 
    conv1_out = tf.layers.conv2d(inputs=input, 
                                 filters=16, 
                                 kernel_size=[3, 3], 
                                 kernel_initializer=tf.contrib.layers.xavier_initializer(), 
                                 strides=[1, 1], 
                                 padding='same', 
                                 activation=tf.nn.relu, 
                                 use_bias=True, 
                                 bias_initializer=tf.zeros_initializer(), 
                                 name='conv1') 
 
    pool1_out = tf.layers.max_pooling2d(inputs=conv1_out, 
                                       pool_size=[3, 3], 
                                       strides=[2, 2], 
                                       padding='valid', 
                                       name='pool1') 
 
    conv2_out = tf.layers.conv2d(inputs=pool1_out, 
                                 filters=32, 
                                 kernel_size=[3, 3], 
                                 kernel_initializer=tf.contrib.layers.xavier_initializer(), 
                                 strides=[1, 1], 
                                 padding='same', 
                                 activation=tf.nn.relu, 
                                 use_bias=True, 
                                 bias_initializer=tf.zeros_initializer(), 
                                 name='conv2') 
 
    pool2_out = tf.layers.max_pooling2d(inputs=conv2_out, 
                                       pool_size=[3, 3], 
                                       strides=[2, 2], 
                                       padding='valid', 
                                       name='pool2') 
 



 

    conv3_out = tf.layers.conv2d(inputs=pool2_out, 
                                 filters=64, 
                                 kernel_size=[3, 3], 
                                 kernel_initializer=tf.contrib.layers.xavier_initializer(), 
                                 strides=[1, 1], 
                                 padding='same', 
                                 activation=tf.nn.relu, 
                                 use_bias=True, 
                                 bias_initializer=tf.zeros_initializer(), 
                                 name='conv3') 
 
    pool3_out = tf.layers.max_pooling2d(inputs=conv3_out, 
                                       pool_size=[3, 3], 
                                       strides=[2, 2], 
                                       padding='valid', 
                                       name='pool3') 
 
    conv4_out = tf.layers.conv2d(inputs=pool3_out, 
                                 filters=128, 
                                 kernel_size=[3, 3], 
                                 kernel_initializer=tf.contrib.layers.xavier_initializer(), 
                                 strides=[1, 1], 
                                 padding='same', 
                                 activation=tf.nn.relu, 
                                 use_bias=True, 
                                 bias_initializer=tf.zeros_initializer(), 
                                 name='conv4') 
 
    pool4_out = tf.layers.max_pooling2d(inputs=conv4_out, 
                                       pool_size=[3, 3], 
                                       strides=[2, 2], 
                                       padding='valid', 
                                       name='pool4') 
 
    conv5_out = tf.layers.conv2d(inputs=pool4_out, 
                                 filters=256, 
                                 kernel_size=[3, 3], 
                                 kernel_initializer=tf.contrib.layers.xavier_initializer(), 
                                 strides=[1, 1], 
                                 padding='same', 
                                 activation=tf.nn.relu, 
                                 use_bias=True, 
                                 bias_initializer=tf.zeros_initializer(), 
                                 name='conv5') 
 
    pool5_out = tf.layers.max_pooling2d(inputs=conv5_out, 



 

 

 

                                       pool_size=[3, 3], 
                                       strides=[2, 2], 
                                       padding='valid', 
                                       name='pool5') 
 
    conv6_out = tf.layers.conv2d(inputs=pool5_out, 
                                 filters=256, 
                                 kernel_size=[3, 3], 
                                 kernel_initializer=tf.contrib.layers.xavier_initializer(), 
                                 strides=[1, 1], 
                                 padding='same', 
                                 activation=tf.nn.relu, 
                                 use_bias=True, 
                                 bias_initializer=tf.zeros_initializer(), 
                                 name='conv6') 
 
    pool6_out = tf.layers.max_pooling2d(inputs=conv6_out, 
                                       pool_size=[3, 3], 
                                       strides=[2, 2], 
                                       padding='valid', 
                                       name='pool6') 
 
    fc_in = tf.layers.flatten(inputs=pool6_out, 
                              name='flatten') 
 
    fc1 = tf.layers.dense(fc_in, 
                          units=1024, 
                          activation=tf.nn.relu, 
                          use_bias=True, 
                          kernel_initializer=tf.contrib.layers.xavier_initializer(uniform=False), 
                          bias_initializer=tf.zeros_initializer(), 
                          name='dense1') 
 
    dropout1 = tf.layers.dropout(inputs=fc1, 
                                 rate=dropout, 
                                 name='dropout1') 
 
    fc2 = tf.layers.dense(dropout1, 
                          units=256, 
                          activation=tf.nn.relu, 
                          use_bias=True, 
                          kernel_initializer=tf.contrib.layers.xavier_initializer(uniform=False), 
                          bias_initializer=tf.zeros_initializer(), 
                          name='dense2') 



 

 
    dropout2 = tf.layers.dropout(inputs=fc2, 
                                 rate=dropout, 
                                 name='dropout2') 
 
    fc3 = tf.layers.dense(dropout2, 
                          units=64, 
                          activation=tf.nn.relu, 
                          use_bias=True, 
                          kernel_initializer=tf.contrib.layers.xavier_initializer(uniform=False), 
                          bias_initializer=tf.zeros_initializer(), 
                          name='dense3') 
 
    dropout3 = tf.layers.dropout(inputs=fc3, 
                                 rate=dropout, 
                                 name='dropout3') 
 
    logits = tf.layers.dense(dropout3, 
                             units=NUM_CLASSES, 
                             activation=None, 
                             use_bias=True, 
                             kernel_initializer=tf.contrib.layers.xavier_initializer(uniform=False), 
                             bias_initializer=tf.zeros_initializer(), 
                             name='logits') 
    return logits 
 
 
# tf Graph input 
images = tf.placeholder(tf.float32, [None, IMG_HEIGHT, IMG_WIDTH, IMG_DEPTH], name="img_in")    # Images 
labels = tf.placeholder(tf.float32, [None, NUM_CLASSES], name="lbl_in")     # Labels 
dropout = tf.placeholder(tf.float32, name="dropout_in")    # Dropout 
 
# Construct model 
pred = conv_net(images, dropout) 
 
# Evaluate model 
correct_pred = tf.equal(tf.argmax(pred, 1), tf.argmax(labels, 1)) 
accuracy = tf.reduce_mean(tf.cast(correct_pred, tf.float32), name="accuracy") 
 
# Define loss 
cost = tf.reduce_mean(tf.nn.softmax_cross_entropy_with_logits_v2(logits=pred, labels=labels, name='crossEntropy'), 
                      name="cost") 
 
# Define optimizer 
optimizer = tf.train.AdamOptimizer(learning_rate=LEARNING_RATE, name="optimizer") 
train = optimizer.minimize(cost) 



 

 

 

 
# Initializing the variables 
init = tf.global_variables_initializer() 
 
config = tf.ConfigProto() 
config.gpu_options.allow_growth=True 
sess = tf.Session(config=config) 
 
# Some variables to save for display 
train_writer = tf.summary.FileWriter(LOGS_DIR + "/train", sess.graph) 
validation_writer = tf.summary.FileWriter(LOGS_DIR + "/validation") 
 
acc_summary = tf.summary.scalar("acc_summary", accuracy) 
cost_summary = tf.summary.scalar("cost_summary", cost) 
# merged_summary = tf.summary.merge(acc_summary, cost_summary) 
merged_summary = tf.summary.merge_all() 
saver = tf.train.Saver() 
 
with sess: 
 
    sess.run(init) 
    sess.run(training_iterator.initializer) 
    sess.run(validation_iterator.initializer) 
    training_handle = sess.run(training_iterator.string_handle()) 
    validation_handle = sess.run(validation_iterator.string_handle()) 
 
    # train_writer = tf.summary.FileWriter(LOGS_DIR + "/train", sess.graph) 
    # validation_writer = tf.summary.FileWriter(LOGS_DIR + "/validation") 
 
    start_time = time.clock() 
    print("Starting training. Start time: {}".format(start_time)) 
 
    for epoch in range(EPOCHS_MAX): 
        print("Epoch #{} start time: {}".format(epoch, time.clock())) 
        testLoss = -1.0 
        testAcc = -1.0 
         
        '''Create check points''' 
        if epoch == 0 or epoch % CHECK_POINT_EPOCH == 0 or (epoch + 1) == EPOCHS_MAX: 
            checkpoint_path = os.path.join(LOGS_DIR, 'modelCheckPoint') 
            saver.save(sess, checkpoint_path, global_step=epoch) 
        '''Run validation''' 
        for i_validation in range(validationsPerEpoch): 
            try: 



 

                img_batch, label_batch = sess.run(next_element, feed_dict={handle: validation_handle}) 
            except tf.errors.OutOfRangeError: 
                sess.run(validation_iterator.initializer) 
                img_batch, label_batch = sess.run(next_element, feed_dict={handle: validation_handle}) 
            acc, loss, result_summary = sess.run([accuracy, cost, merged_summary], 
                                                 feed_dict={images: img_batch, labels: label_batch, dropout: 0.0}) 
            validation_writer.add_summary(result_summary, epoch * trainsPerEpoch + i_validation) 
            print("Validation loss: {}; \t accuracy: {} ".format(loss, acc)) 
            testLoss += loss 
            testAcc += acc 
        testLoss /= validationsPerEpoch 
        testAcc /= validationsPerEpoch 
        print("\nAvg.:\tloss = {}\tacc = {}\n".format(testLoss, testAcc)) 
        '''Run training''' 
        for i_train in range(trainsPerEpoch): 
            # with tf.device('/cpu:0'): 
            try: 
                img_batch, label_batch = sess.run(next_element, feed_dict={handle: training_handle}) 
            except tf.errors.OutOfRangeError: 
                sess.run(training_iterator.initializer) 
                img_batch, label_batch = sess.run(next_element, feed_dict={handle: training_handle}) 
            result_summary, _ = sess.run([merged_summary, train], 
                                         feed_dict={images: img_batch, labels: label_batch, dropout: DROPOUT}) 
            train_writer.add_summary(result_summary, epoch * trainsPerEpoch + i_train) 
 
 
    print("{} epochs finished in {}".format(EPOCHS_MAX, start_time - time.clock()))
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D priedas. Penkių konvoliucinių sluoksnių neuroninio tinklo 
skaičiavimų grafas 
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Vaizdų analizės metodų kamštelio padėčiai tikrinti tyrimai  

 

E priedas. Šešių konvoliucinių sluoksnių neuroninio tinklo parametrai 

   Sluoksnio įėjimas  Sluoksnio parametrai  Sluoksnio išėjimas  Parametrų kiekis sluoksnyje    

Sluoksnio 
tipas 

Plotis  Aukštis  Gylis 
Filtrų 
kiekis 

Filtro 
įstrižainė 

Filtro 
žingsnis 

Išplėtimas  Plotis  Aukštis  Gylis 
Parametrų 

kiekis 
neurone 

Neuronų 
kiekis 

sluoksnyje, 
vnt. 

Parametrų 
kiekis 

sluoksnyje, 
vnt. 

Atminties 
poreikis 
baitais 

   W1  H1  D1  K  F  S  P  W2  H2  D2  Npn  Nn  Npl    

Conv1  320  240  3  16  3  1  1  320  240  16  28  1 228 800  34 406 400  137 856 000 

Pool1  320  240  16  1  3  2  0  159  120  16  0  0  0  1 228 800 

Conv2  159  120  16  32  3  1  1  159  120  32  145  610 560  88 531 200  354 430 080 

Pool2  159  120  32  1  3  2  0  79  60  32  0  0  0  610 560 

Conv3  79  60  32  64  3  1  1  79  60  64  289  303 360  87 671 040  350 835 840 

Pool3  79  60  64  1  3  2  0  39  30  64  0  0  0  303 360 

Conv4  39  30  64  128  3  1  1  39  30  128  577  149 760  86 411 520  345 720 960 

Pool4  39  30  128  1  3  2  0  19  15  128  0  0  0  149 760 

Conv5  19  15  128  256  3  1  1  19  15  256  1 153  72 960  84 122 880  336 528 000 

Pool5  19  15  256  1  3  2  0  10  8  256  0  0  0  72 960 

Conv6  10  8  256  128  3  1  1  10  8  128  2 305  10 240  23 603 200  94 433 280 

Pool6  10  8  128  1  3  2  0  4  4  128  0  0  0  10 240 

FC1                                2 049  1 024  2 098 176  8 392 704 

FC2                                1 025  256  262 400  1 049 600 

FC3                                257  64  16 448  65 792 

logits                                65  3  195  780 

TOTAL                                      407 123 459  1 631 688 716 
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F priedas. Šešių konvoliucinių sluoksnių neuroninio tinkle apmokymų grafikas (sukurtas naudojant 
“Tensorboard”) 
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Vaizdų analizės metodų kamštelio padėčiai tikrinti tyrimai  

 

E priedas. Pranešimo ..-oje Lietuvos jaunųjų mokslininkų 
konferencijoje medžiaga 
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